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Una propuesta de estimacién robusta en modelos parcialmente lineales

con errores en las variables

En el modelo parcialmente lineal suponemos que observamos vectores aleatorios independientes
(Y, XLT),i=1,...,n, Y, e R, T; e R, X; = (X;1,...,Xjp) € RP tales que Y; = B'X; +g(T;) +¢;
para cada ¢, donde los errores ¢; son independientes, idénticamente distribuidos e independientes
de (X!, T;)". En esta tesis estamos interesados en la estimacion del pardametro de regresion 3 y de
la funcién de regresion g cuando las covariables X; son observadas con error. Es decir, en lugar
de observar X;, observamos V; = X, + U, para i = 1,...,n siendo los errores U; independientes,
idénticamente distribuidos e independientes de (Y;, X}, T}, £;)". Sin embargo, los métodos existentes
de estimacién para este modelo basados en minimos cuadrados pueden verse seriamente afectados
por la presencia de datos atipicos. El objetivo de esta tesis es introducir estimadores robustos de las
componentes paramétrica y no paramétrica bajo condiciones generales. Probaremos la consistencia
de los estimadores propuestos. Un estudio de simulacion permitird comparar la performance de estos
estimadores con su versién clasica.

Palabras Claves: Modelos parcialmente lineales; Robustez; Errores en las Variables.
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Capitulo 1

Introduccion

Los modelos paramétricos son los modelos mas difundidos en Estadistica y se basan en el
supuesto de que las observaciones siguen una distribucién conocida, determinada por uno o més
parametros. Estos parametros son en general el objeto de interés de la inferencia y tanto puede in-
teresar estimarlos como realizar intervalos de confianza o tests de hipoétesis. Estos modelos son sélo
una aproximacion a la realidad y podria ocurrir que los supuestos que subyacen bajo el modelo sean
relativamente fuertes en tanto, eventualmente, ningiin modelo paramétrico podria generar los datos.
Asimismo, muchos de los procedimientos tradicionalmente usados en Estadistica son muy sensibles
a las suposiciones realizadas y podrian conducir a conclusiones erréneas si éstas no se satisficieran.

En las ultimas décadas se ha desarrollado el interés por otro enfoque maés flexible que es el
que ofrecen los modelos no paramétricos, en particular en el d&mbito de regresién, que es el de
nuestro interés. En regresion el objetivo es ajustar una curva que exprese la relaciéon entre una
variable de respuesta y una o varias covariables. En los modelos de regresiéon no paramétrica no se
propone a priori una relaciéon paramétrica especifica entre la respuesta y las covariables, mientras
que en el enfoque paramétrico suponemos una forma funcional especifica predeterminada que es
descripta en términos de parametros a estimar. El enfoque no paramétrico permite abordar relaciones
complejas entre las variables, capturando caracteristicas inusuales o inesperadas de la relacién entre
las mismas. Con los métodos paramétricos podemos arribar a inferencias de mayor precisioén, aunque
posiblemente incorrectas si el modelo no se cumple, en cambio con el enfoque no paramétrico
obtendremos mayor estabilidad aunque menos precision.

En un modelo de regresion no paramétrico asumimos que observamos vectores aleatorios (Y;, X})’,
i =1,...,n, independientes e idénticamente distribuidos tales que ¥; € R, X; = (Xj1,...,X;p) €
RP, que cumplen

Yi=m((X;)+¢e, 1<i<n, (1.1)
siendo ¢; errores independientes e independientes de X;.

Los métodos usados en un modelo de regresion no paramétrico como el dado en (1.1) estan
basados en técnicas de suavizado multivariadas en tanto el dominio de la funcién de regresion
m es multidimensional. Estas técnicas padecen la conocida maldicion de la dimensionalidad, que
esencialmente consiste en que al crecer la dimensién p de las covariables la vecindad entorno al punto
x de interés se hace cada vez més vacia, esto se traduce en una menor velocidad de convergencia de
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los estimadores de m.

Este problema llevé a buscar otros modelos alternativos tales como los aditivos, que fueron
introducidos por Hastie y Tibshirani (1990) como generalizacion del modelo de regresion lineal
conservando su sencilla interpretacion. Una estrategia intermedia es la que ofrecen los modelos
semiparamétricos o parcialmente lineales, que estudiaremos en esta tesis, que combinan la facilidad
de la interpretacion de los modelos lineales con la flexibilidad de los modelos no paramétricos.

En los modelos parcialmente lineales suponemos que se observa una muestra de tamano n
tal que (Y;, X[, T;)’, con ¢ = 1,...,n, son observaciones independientes, ¥; € R, T; € R, X; =
(Xila ... ,Xip)/ ceRPy

Vi =B8Xi+9(T;) +e, 1<i<n,

donde los errores €; son independientes, idénticamente distribuidos e independientes de (X}, T;)".

Los modelos parcialmente lineales son mas flexibles que el modelo lineal clasico ya que tienen
una componente paramétrica y otra no paramétrica. Pueden ser una alternativa adecuada cuando se
sospecha que la respuesta tiene una relacién lineal con las covariables X, pero que esta relacionada
no linealmente con la covariable T'. Este podria ser el caso cuando el investigador conoce mas de la
dependencia de Y con X que de la relaciéon entre Y y la variable predictora T

Estos modelos han sido estudiados, entre otros, por: Ansley y Wecker (1983), Green et al. (1985),
Denby (1986), Heckman (1986), Engle et al. (1986), Rice (1986), Chen (1988), Robinson (1988),
Speckman (1988), Chen y Chen (1991), Chen y Shiau (1991, 1994), Gao (1992), Gao y Zhao (1993),
Gao y Liang (1995), He y Shi (1996) y Yee y Wild (1996) que investigaron algunos resultados
asintoticos para el caso en el que el suavizado involucra splines, niicleos o vecinos mas cercanos.

Sin embargo, es bien sabido que en regresiéon lineal como en regresiéon no paramétrica los esti-
madores de minimos cuadrados pueden ser seriamente afectados por datos atipicos. Bianco y Boente
(2004) propusieron métodos robustos para la estimacion del parametro de regresion y la funcion de
regresion y estudiaron algunas de sus propiedades asintéticas.

En nuestro caso estamos interesados en la estimacion del parametro desconocido 3 y de la
componente no paramétrica g cuando las covariables X; son observadas con error. Es decir, en lugar
de observar X;, observamos

V,=X;+U; 1<i:<n,

siendo los errores U; independientes, idénticamente distribuidos e independientes de (Y;, X!, T;, ;)"
En el modelo clasico se supone ademas que E(g;) = 0, V(g;) = 0. y ademés que E(U;) = 0,
Yu, = oul,.

El estimador de verosimilitud semiparamétrico de Severini y Staniswalis (1994) implementado
ignorando que las X;’s son observadas con error, lleva a un estimador de 3 que no es consistente.
Liang, Hardle y Carroll (1999) propusieron un estimador consistente de 3 basado en minimos
cuadrados en el que introducen un término de atenuacién que depende de la matriz de covarianza
de los errores U;, que asumen conocida. Sin embargo, las propuestas existentes son sensibles a la
presencia de datos anémalos en tanto se basan en minimos cuadrados. El proposito de esta tesis es
introducir estimadores robustos consistentes de las componentes paramétrica y no paramétrica de
un modelo parcialmente lineal con errores en las variables bajo condiciones generales.

Si bien en esta tesis centramos nuestra atenciéon en el problema de regresion, se incluyé el
Capitulo 2, en el que tratamos un toépico relacionado, que es el de estimaciéon no paramétrica de
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la densidad, con el fin de introducir algunos conceptos y técnicas que son comunes al problema
de estimacion de la funcién de regresion. En dicho capitulo consideramos primero al histograma y
luego una alternativa basada en niicleos a fin de superar las propiedades indeseables que presenta
el histograma.

En el Capitulo 3 estudiamos la regresiéon no paramétrica para el caso en que la covariable es
una variable aleatoria unidimensional, es decir un modelo univariado con disefio aleatorio. Vemos
el método de regresion basado en nicleos, algunas propiedades estadisticas, como asi también la
seleccion del parametro de suavizado, del cual depende el estimador obtenido.

Con el fin de obtener estimadores robustos presentamos en el Capitulo 4 algunos de ellos para
posicion y escala introduciendo diferentes medidas para estudiar su sensibilidad a la presencia de
datos atipicos, asi como su generalizaciéon al caso multivariado.

En el Capitulo 5 introducimos la regresion lineal para el modelo de errores—en—las—variables.
Estudiamos con més detalle la alternativa robusta propuesta por Ruiz—Gazen y Fekri (2004) por
ser la que aplicamos en el estudio de simulacion.

En el Capitulo 6 presentamos el problema de la estimacién robusta en el modelo parcialmente
lineal con errores—en—las—variables, que es el tema de interés de esta tesis. Se propone un procedi-
miento de tres pasos y estudiamos la consistencia de los estimadores obtenidos. Finalmente, en el
Capitulo 7 realizamos un estudio de Monte Carlo para analizar la performance de los mismos en
muestras pequenas tanto contaminadas como sin contaminar.



Capitulo 2

Estimacion no paramétrica de la
densidad

Este es un capitulo que nos servira para introducir la teorfa de estimaciéon no paramétrica de
una densidad. Méas detalles sobre el contenido de este capitulo pueden hallarse en Hérdle, Miiller,
Sperlich y Werwatz (2004).

Sean X una variable aleatoria continua y f su funcién de densidad. Esta tltima nos dice “cémo
esté distribuida la X” y de ella podemos calcular la media y la varianza de X (si existen) y, a partir
de ella, la probabilidad de que X tome valores en un cierto intervalo. Asi, la funcion de densidad es
muy util para caracterizar la distribucién de la variable aleatoria X, pero en general es desconocida.

2.1. Histograma

Supongamos que tenemos n observaciones independientes X1, ..., X, de X y que, por lo tanto,
todas provienen de la misma distribucion llamada f(x). Nuestro objetivo es estimar f en un cier-
to valor = a partir de datos i.i.d. (independientes e idénticamente distribuidos). El estimador de
densidad méas usado es el “histograma’.

2.1.1. Construccion

Supongamos que tenemos una muestra aleatoria Xi,..., X, de alguna distribuciéon continua
desconocida. Elegimos un origen xg y dividimos la recta real en intervalos de tamano h y definimos
el intervalo o clase Bj = [xo+ (j — 1)h, xo + jh), j € Z.

Luego, el histograma esta dado por

- 1 &

In(z) = — > Y I(Xi € By)I(x € By) (2.1)
=1 7
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donde
1 siX; € B;j
0 caso contrario.

I(X; € Bj) = {

Notemos que la formula (2.1) da un estimador de f para todo valor z. Si llamamos m; al centro
del intervalo Bj, el histograma le asigna a cada valor z € Bj = [m; — %, mj + %) el mismo estimador
para f, que llamaremos f(m;).

Si aproximamos el area debajo de la curva de la funcion de densidad entre m; — % y mj+ % por
una barra con altura f(m;) y ancho h, tenemos que:

h
mj+§

P(xe|m-gom+g))= [, rdus rnn (22)

270 72))

Un estimador natural para esta probabilidad es la frecuencia relativa de las observaciones en

este intervalo
h h 1 h h

Combinando (2.2) y (2.3) obtenemos

Fn(my) = nflh# {Xi € [mj — g,mj + ;L)}

La forma del histograma depende del origen xzy y de la ventana h del intervalo o clase. La
suavidad del estimador dado por el histograma depende de la eleccién de la ventana, a medida que
la ventana crece el histograma serd més suave. Sin embargo, sin un criterio determinado es muy
dificil decidir cual de ellas dara el grado dptimo de suavidad.

2.1.2. Sesgo

Supongamos que el origen es xg = 0 y que queremos estimar la densidad en algtn punto = €
B; =[(j — 1)h, jh). El estimador asignado por el histograma es

~

1 n
=— Y I(X; € Byj), 2.4
fula) = 10 ) (2.4
donde I(X; € Bj) tiene distribucion Bernoulli y por lo tanto,

B(f) =1 [ sy

(J=Dh

En general, éste no es un estimador insesgado de f(x). En efecto

Sesgo () = B (Fw)— 1) =1 /(jh f(u) du — f(z).

i—1)h
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La expresion exacta del sesgo dependera de la verdadera densidad f(z), que es desconocida, pero
mediante un desarrollo de Taylor de primer orden alrededor del punto medio del intervalo m; =
(j— %)h podemos aproximarlo de la siguiente forma

Sesgo (Fa@)) = ;AﬁwgwwaﬂmMuz;%ﬁwfme—xMu
~ fi(my)(m; — x).
Por lo tanto,
E (Ju(2) = f(@)) = f(m;)(m; - @), (2.5)

que se anula cuando x = m;.

2.1.3. Varianza

A partir de (2.4) tenemos que

Var (ﬁ(m)) =Var % iI(XZ- € Bj)> :

Dado que las X; son variables aleatorias i.i.d. obtenemos que

1h2 S Var (I(X; € By)) = —gnVar (I(X; € By)) .
=1

Var (ﬁ(x)) =

n2 n2h2

Teniendo en cuenta que las variables I(X; € B;) son Bernoulli es posible deducir que la varianza
del histograma es

-~ n
Var <fh(x)> :22/ f(u)du 1—/ flu)du | .
n*h® Jp, B
Puede verse que esta expresion puede ser aproximada mediante la formula
Var (@) ~ - f(2)
ar z)) ~ —f(x).
h nh
Observemos que aumentando h, la varianza se reduce, pero mirando (2.5) vemos que ocurre lo

contrario para el sesgo. Por lo tanto, debemos encontrar un valor de h que nos dé el compromiso
6ptimo entre reducciéon de varianza y de sesgo.

2.1.4. Error Cuadratico Medio y Error Cuadratico Medio Integrado

Consideremos el error cuadratico medio (M SE) del histograma

msE (i) = £ ({fio) - 1@} )
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que puede ser escrito como

MSE <ﬁ(m)> =Var <ﬁl(x)> + [Sesgo (ﬁ(m))]Q :

Se puede mostrar para el error cuadratico medio del histograma que

MSE (Ju2)) = n—lhf(x) e <<g - ;) h>2 K] - ;) h— xr +o(h)+o0 (nlh) L (26)

1
donde o(h) y o (#) denotan términos que son de orden menor que h y e respectivamente.

A partir de (2.6) podemos concluir que el M SE de ﬁl(x) tiende a cero cuando h — 0y nh — oo,
es decir que es necesario que la longitud del intervalo converja a 0, pero no tan rapido. Dado que
la convergencia del error cuadréitico medio implica la convergencia en probabilidad, ﬁ(l’) es un
estimador consistente de f(z).

La utilidad de la formula del MSE es dudosa en la practica ya que depende de la densidad
desconocida f, por esta razén se usa una medida global de la precision del estimador. La méas usada
es el error cuadratico medio integrado (MI1SE) definida por

MISE(fy) = /_O;MSE (fh(x)) dz.

Dado x, usando (2.6), para h tendiendo a 0 podemos realizar la siguiente aproximacion

- 1 A2
MISE(f,) ~ — +

A2
1 (f'(z))" dx.

Dada una funcién g a valores reales, notemos el cuadrado de la norma Ls de g como ||g||3 =

[(g(z))* dx. Luego, definimos el MISE asintotico (AMISE) como

~ 1 h?
AMISE(fn) = %+E||f’||%- (2.7)

2.1.5. Ventana Optima

Ahora podemos definir un criterio para la seleccién de la ventana 6ptima: elegir la ventana h
que minimice al AMISE. Derivando (2.7) respecto de h e igualando a cero, obtenemos que

6 1/3 s
- (a) "~
nll 113

es la ventana 6ptima. Sin embargo, notemos que en esta expresion f’ es desconocida.

Por ejemplo, si suponemos que f es la densidad de la N(0,1), se puede mostrar que

1
M2 __
Hf”2_4\/7>1'7

Yy en ese caso

1/3
24ﬁ> ~ 3.5n" /3.
n

-



CAPITULO 2: ESTIMACION NO PARAMETRICA DE LA DENSIDAD 8

2.1.6. Histograma Medio Corrido

Como ya observamos la ventana h no es el tinico parametro del que dependen la forma y apa-
riencia del histograma. También dependen de la eleccion del origen. Una solucién natural podria
ser calcular histogramas usando la misma ventana, pero diferentes origenes y luego promediarlos.
Esta idea da lugar al histograma promediado o Averaged Sshifted Histogram (ASH) que no depende
del origen y parece corresponder a un h méas pequeno que el de los histogramas usados para su
construccion.

Consideremos un histograma con origen g = 0 e intervalos B; = [(j — 1)h, jh), j € Z, es decir
...B1=[0,h), Bs=1[h,2h), Bs=][2h,3h),...
Generemos M — 1 intervalos nuevos corriendo a cada B; hacia la derecha en [h/M:
Biy=1[j—-1+1{/M)h,(j+1/M)h), le{l,...,M—1}.

Si calculamos un histograma para cada uno de los M conjuntos de intervalos, tendremos M esti-
madores distintos para f en cada x

Fra(z) = % > Y I(Xi € By)I(x € By)
i=1 j

El ASH se obtiene promediando estos estimadores
R 1 n 1 M-1
fn(@) = - > h > > I(X; € By)(x € By)
j =0 j

i=1

Cuando M — o0, el ASH deja de depender del origen.

2.2. Estimadores de Ntcleos

2.2.1. Motivaciéon y Derivaciéon

Notemos que, aun cuando el ASH parece resolver el problema de la eleccién del origen, el
histograma tiene algunas propiedades indeseables:

» El histograma le asigna a cada x en [m; — %, m; + %) el mismo estimador para f.

= Fl histograma no es una funcién continua, no es derivable en los saltos y tiene derivada cero

en varios lugares. Esto conduce a la apariencia especialmete inadecuada si queremos estimar
una funcién de densidad continua y suave.

Una alternativa fue presentada por Rosenblatt (1956) al introducir el método de estimacion de
la densidad basada en nicleos.
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Un método razonable para estimar f(z) es basarse en un intervalo centrado en x. Para eso
consideramos intervalos de la forma [z — h,z + h). Asi podemos escribir

() = ﬁ WX, € [z —hz+h)}.

Esta formula puede ser reescrita definiendo una funcién de peso, llamada funcién de ntcleo uniforme,
definida por

K(w) = I u]< 1)

y tomando u = (z — X;)/h. Luego, obtenemos

~ 1 & r—X; 1 1
fh(x):nh;K< - ):nh;2l< 31).

Pareceria razonable darle més peso a las contribuciones de observaciones que estén mas cerca de x
que a aquellas que estén més lejos. Para eso podemos elegir distintos tipos de funciones niicleo K.
Como por ejemplo el niicleo “normal” que estéd dado por

\/12? exp(—%u2). (2.8)

La siguiente es una forma general de definir el estimador de la densidad f basado en ntcleos.
Sea X1, Xs,...,X,, una muestra aleatoria donde X; tiene densidad f. Definimos el estimador de
densidad por el método de nucleos de f como

ZL‘—Xi
h

K(u) =

Fula) = - " Kl - X0),
=1

donde )
Ki() = TK(/h),
siendo K (+) alguna funcién nucleo.

Al igual que en el histograma, h controla la suavidad del estimador y la eleccién de la ventana
es un problema crucial.

Las funciones nticleo K usadas son, en general, funciones de densidad. Supondremos que
K : R — R es una funciéon par, tal que [K(u)du = 1 y K > 0. En este caso, el estimador

basado en nucleos también es una funcion de densidad. Ademés, f;, heredara todas las propiedades
de continuidad y diferenciabilidad de la K.

Por un lado trataremos de encontrar una ventana h 6ptima, pero dado un valor A no garantiza
el mismo grado de suavidad si usamos diferentes funciones ntcleo.

2.2.2. Sesgo

El sesgo del estimador de nticleo de la densidad es

Sesgo (ﬁ(x)) = F (J?h(x) - f(a:))
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= S E{Ku - X} - ()
=1

= E{Kp(z—-X1)} - f(z).
Mediante un desarrrollo de Taylor de segundo orden y usando la simetria del ntcleo K, se puede
probar que, cuando h tiende a 0, el sesgo del estimador de la densidad basado en ntucleos es
2

Sesgo <ﬁl(x)) = %

f"(z)p2(K) 4 o(h?), (2.9)
donde p2(K) = [ s*K(s)ds.
Como observando (2.9) vemos que el sesgo es proporcional a h?, debemos elegir un h pequefio

para que se reduzca el sesgo. Ademaés, el Sesgo (fh(:n)) depende de f”(x).

2.2.3. Varianza

La varianza del estimador puede calcularse como

Var (ﬁl(:r)) = Var {i zn:Kh(x - Xz)}
i=1

= % Z Var {Kp(z — X;)}
=1

= %Var {Kp(z —X1)} .

Puede verse que si nh — oo, entonces
Var (Fle) = KB 1@ o () (2.10)

Como la varianza es proporcional a (nh)~!, tenemos que elegir h lo mas grande posible para hacerla
disminuir.

2.2.4. Error Cuadratico Medio y Error Cuadratico Medio Integrado

Como observamos si aumentamos h la varianza disminuye, mientras que el sesgo aumenta.
Ocurre lo contrario si disminuimos el valor de h. Por lo tanto, la minimizaciéon del M SE representa
un compromiso entre varianza y sesgo.

El comportamiento asintético del M SE nos da una forma de determinar si el estimador de la
densidad basado en niicleos es consistente. De (2.9) y (2.10) obtenemos que

N h 1" 2 2 1 2 4 1

MSE (Fuw)) = 5 [/ (K + [ KIBS) + o(h") +o(—).

De (2.11) concluimos que el M SE tiende a cero cuando h — 0 y nh — oo. Por lo tanto, el estimador
de la densidad basado en ntcleos es consistente. Como en el caso del histograma depende de f y en

este caso también de f”, que son desconocidas.

(2.11)
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Respecto del Error Cuadratico Medio Integrado, obtenemos que si h — 0 y nh — oo, se verifica
wise () = [msE (fu) dr = L1184 L laGoPisg +o () +otnt)

Luego, el Error Cuadratico Medio Integrado Asintético es

N _ N _ 1 W 2)| £112
AMISE (B) = [ MSE (F@) do = L IKIE+ L lna (ORI,
Por ultimo, la ventana 6ptima determinada con el criterio de minimizar el AMISFE resulta
1K1 )‘”5 Y
hot:( ~n (2.12)
g 113 {p2(K)}2n

2.2.5. Seleccion del Parametro de Suavizado

En las siguientes dos subsecciones introduciremos dos de los métodos més usados de seleccion
de ventana, el método plug-in y el método de convalidacién cruzada.

La Regla Basica de Silverman
El método plug-in debe su nombre a su principio subyacente: si se tiene una expresiéon que
incluye a un parametro desconocido, reemplazarlo con un estimador del mismo.

Tomando (2.12) como ejemplo y suponiendo que f ~ N(u,o?), tenemos que

13 =075 ~ 0.21207°.

3
8v/r

Reemplazamos a o por un estimador ¢ tal como

1 _

~ _ ey

G = n—1Z(XZ X)2.
=1

Resta elegir una funcion de ntcleo K. Si elegimos el ntcleo normal dado por (2.8) obtenemos la

siguiente “regla basica” para la ventana h,

N 4/\5 1/5 R
- (32) ~ 1.066n1/5. (2.13)

Si X esta distribuida normalmente, la ventana E'rb dada en (2.13) es la ventana 6ptima. Si no,
dara una ventana que no esta muy lejos de la 6ptima si la distribucion de X no es muy diferente de
la normal.

Un problema de esta regla basica para la ventana es su sensibilidad a la presencia de datos
atipicos, debido al estimador utilizado para el 0. Podemos obtener un estimador mas robusto usando
el rango intercuartil

R = Xi0.75n) — X[0.25,-
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X
Suponiendo que X ~ N(u,0%)y Z = £ N(0,1),
o

R = 0(2[0.75n} — Z[0.25n}) ~ 1.340

y asi
. R
7T 13
Reemplazando en (2.13) resulta
- R i ~1/5
iy = 1067 = 0.19Rn 7. (2.14)

Combinando (2.13) y (2.14) obtenemos una “regla basica mejor”

~ R
=1.06minl s, — pn /5,
R Oﬁmln{a, 1'34}n

Si la verdadera densidad se aleja sustancialmente de la forma de la distribuciéon normal podria
resultar enganoso usar ventanas con esta regla basica.

Convalidacion Cruzada

Enfocaremos nuestra atencién en el criterio de convalidacion cruzada. Para definirlo comencemos

por considerar una medida de distancia alternativa entre fy f llamada error cuadrdtico integrado
(ISE):

ISE() = 1SE(R) = [y - fl@fde = [ (o) - f(o)Pda.
Nuestro objetivo es encontrar el valor de h que minimice al ISE. Es facil ver que

ISE(h) — / Fz) dae = / F2(x) dx — 2E[fr(X)].

Podemos estimar la esperanza por

= 1

E[fu(X)] = - > Fn—i(X0),
i=1

donde

es el estimador de nicleo de f(z) basado en todas las observaciones excepto la i-ésima (estimador

leave-one-out). Luego, reemplazando la esperanza por su estimador obtenemos el llamado criterio
de convalidacion cruzada

ﬁf(a;)da;—LZ > Kn(Xi - X;).

nln =1 = A

CV(h) = /
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Se puede probar (Hardle, 1991, p. 230) que

1 v X; - X;
/f,%(x)dx:nthZK*K(]h),

i=1 j=1
donde K * K (u) es la convolucion de K, es decir K x K(u) = [ K(u —v)K (v) dv. Asi obtenemos el
siguiente criterio para minimizar con respecto a h:

n n

V()= 5 SN KK <XJ;X> - n(n2_ g > KX X))

i=1 j=1 i=1 j=1,j#i

De esta manera encontramos una forma de elegir una ventana basada en un criterio razonable sin
tener que hacer suposiciones sobre la familia a la cual pertenece la densidad.

Denotemos por /ﬁcv a la ventana que minimiza al criterio y supongamos que la densidad f es
una funcién acotada. Stone (1984) probo6 que esta ventana es asintoticamente 6ptima en el siguiente
sentido

o~

ISE(hey) o8 q
min, ISE(h) ’

donde c.s. indica convergencia con probabilidad 1 o casi segura.



Capitulo 3

Regresion No Paramétrica

3.1. Regresion Univariada basada en Nucleos

Un importante estudio es la relaciéon que puede haber entre dos variables, X e Y. En el analisis
de regresion el objetivo es ajustar una curva que exprese la relacion entre una variable de respuesta
Y y una o varias covariables o variables independientes X, tratando de explicar la variaciéon de Y
en términos de X. En este sentido, buscamos una relacién de la forma

Y =m(X)+e,

donde m(-) es una funcién en el sentido mateméatico y € es el error aleatorio que en genereal
representa al error de medicién y suele asumirse que tiene media nula. En el enfoque tradicional
paramétrico se imponen restricciones a m asumiendo una forma especifica de la misma (lineal,
cuadratica o logaritmica, por ejemplo) que esta determinada por parametros a estimar. En el enfoque
no paramétrico la funciéon de regresion m sera estimada de acuerdo a la evidencia empirica que
sugieran los datos, sin hacer suposiciones de forma, excepto las que involucren la suavidad de la
curva.

3.1.1. Introduccioén

Sean X e Y dos variables aleatorias con funcién de densidad conjunta f(z,y). La esperanza
condicional de Y dado X = z esta definida como

=m(x), (3.1)

o [y Jyf@y)dy (e
E(Y!X—w)—/yf(y!x)dy—/y () dy = @) @)

donde f(y|z) es la funcién de densidad condicional de Y dado X = z, y fx(z) es la densidad
marginal de X.

Notemos que la E(Y|X = x) es, solamente, funciéon de x. Por eso, podemos abreviar este término
con m(x). Si variamos x, tenemos un conjunto de esperanzas condicionales. A esta relacion de z,
m(x), la llamamos funcion de esperanza condicional y frecuentemente se denota como E(Y|X). Esta
nos dice cémo estén relacionadas “en promedio ” Y y X. Por lo tanto, serd de interés estimar a m.

14
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De aqui en adelante supondremos que X e Y son variables aleatorias con funciéon de densidad
conjunta f(x,y). Por lo que tendremos observaciones de la forma (X;,Y;), i = 1,...,n y podemos
ver a los n pares (X;,Y;) como vectores aleatorios independientes e idénticamente distribuidos. Este
esquema muestral corresponde al diseno aleatorio.

3.1.2. Regresion basada en nicleos

En (3.1) los valores desconocidos son f(x,y) y fx(x). Podemos usar la estimacion basada en
nuicleos para estimar estas funciones de densidad. La estimacion de fx(z) es directa. Para estimar
f(x,y), podemos usar un estimador basado en nicleos multiplicativos

]‘Aihyg(x,y) = %ZKh (33 —th) K, (y—)ﬁ) )

1=1 9

Por lo tanto, realizando un cambio de variables y usando la paridad de K, podemos estimar el
numerador de (3.1) con

?h(x):/yﬁl,g(m,y)dy _ iz}llKCr—th)/zK(y—ng) ay
=1

— %ZKh(a: - X;) /(sg +Y;)K(s)ds
=1

1
= EZKII($_XZ)Y;7
i=1

Esto nos conduce al estimador de Nadaraya-Watson (1964)

mp(z) = Yy Kale = XY, .
n=t 0 Kz — Xj)

(3.2)

Es interesante notar que si K(u) = (1/2)Ij_1,1)(u), el estimador resultante de la funcién de regre-
sién es el promedio de las respuestas y; correspondientes a valores x; de la variable independiente
proximos al punto z, es decir, tales que |z; — x| < h.

Tengamos en cuenta que:

= Reescribiendo (3.2) como

R 1 Kh(l’—Xi) Ly
mh(fﬂ) ; n—1 Z?:l Kh(g; — X])> n ; h (1')

podemos ver al estimador de Nadaraya-Watson como un promedio pesado de las variables de

n
respuesta Y; (notemos que Z Whi(z) =1).
i=1
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» La ventana h determina el grado de suavidad de my. Si h — 0, luego Wi, (x) — 1siz = X;
no esta definida en otro caso. Por lo tanto, en una observacion X;, mp(X;) converge a Y;, es
decir que tenemos una interpolacion de los datos. Por otro lado, si h — oo luego Wy;(z) — 1
para todo z, y mp(X;) — Y, es decir que el estimador es una funcién constante que le asigna
a cada r la media muestral de Y. Este razonamiento muestra la importancia de la eleccién de
la ventana en el proceso de estimacion.

» Si el denominador de Wy;(z) es igual a cero, el numerador también es igual a cero, y entonces
la estimacion no esté definida. Esto puede suceder en regiones con escasa cantidad de datos.

3.1.3. Propiedades Estadisticas

En esta seccién enunciaremos los resultados de consistencia de los estimadores de ntcleo.

La consistencia débil puntual del estimador de Nadaraya-Watson estd dada por el siguiente
teorema, cuya demostracion puede verse en Hérdle (1990).

Teorema 3.1.1. Supongamos que estamos en el modelo univariado con disefio aleatorio y que se
cumplen las siguientes condiciones de regqularidad

Al. [|K(u)ldu < oo
A2, uK(u) =0 cuando |u| — 0o
A3. E(Y?) < c0.

A4. h — 0y que nh — oo

Si x es tal que fx () > 0 y, ademds, es un punto de continuidad de m(z), de fx(v) y de 0*(x) =
Var(Y|X = z) , entonces

%Z Wii(2)Y; = fn(z) 55 m().
=1

Nos gustaria conocer la tasa de convergencia del estimador, para eso deberiamos estudiar el
MSE.

Podemos escribir al estimador de Nadaraya-Watson de la siguiente manera

Fin(z) = 2D,
fn(z)
y asi podemos obtener

_ _ @) —m@)fue) o (@) = fale)

Se puede mostrar que el primer término es el principal en la distribucion de my,(xz) —m(x), mientras
que el segundo puede ser despreciado. Por lo tanto, podemos aproximar al M SFE calculando
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El siguiente teorema nos da una aproximacion para el MSE.

Teorema 3.1.2. Supongamos que estamos en el modelo univariado con diserio aleatorio y que se
cumplen las condiciones A1 a A4 del Teorema 3.1.1. Si, ademds, z es tal que fx(x) >0y x es un
punto de continuidad de m'(x), m"(z), fx(z), fi(x), y de 0*(z) = Var(Y|X = z), entonces

N L1 @) e B, m'(z) fy (@)1 ,
MSE[mh(l’)]N%fX(x)HKHwLZ m ($)+2T(SU) 13 (K) (3.3)
varianza se;rgo

donde p3(K) = [u*K (u)du.

En la ecuacion (3.3), la mayor parte de los componentes son constantes con respecto a n y h,
por lo tanto podemos reescribirla como

1
AMSE(n,h) = —C1 + hiCy

donde C7 y C5 denotan a valores constantes.

Si minimizamos esta expresién con respecto a h obtenemos que la ventana optima es hop; ~
n~1/5. Si introducimos la ventana h ~ n~1/5 en (3.3), veremos que el AMSE es del orden O(n=%/%),
una tasa de convergencia menor que la del estimador de minimos cuadrados en regresion lineal, pero
es la misma que para la estimacién de la funcién de densidad.

3.2. Seleccion del Parametro de Suavizado

En esta seccion nos enfocaremos en encontrar una forma de elegir el parametro de suavizado
para los estimadores de regresion basados en ntucleos, que llamaremos la ventana h. Como ya fue
mencionado el pardmetro de suavizado A cumple un rol fundamental en la determinacion de la forma,
de la curva estimada. Debemos encontrar un valor de h que nos brinde un buen compromiso entre
sobresuavizar y subsuavizar los datos.

Dado que queremos que el estimador esté cerca de la verdadera curva, como antes, utilizaremos
medidas de esta distancia

s Kl error cuadrdtico medio
MSE(x,h) = MSE[m(2)] = E{[in(x) — m(x))*}
mide el desvio del estimador my, de m en un s6lo punto z.

s Kl error cuadrdtico integrado
+oo
ISE() = 1SE() = [ (o) ~ m(a)Pu(a) f()ds

—0o0
es una medida global de la discrepancia, por lo tanto es la indicada si estamos interesados en
saber si estimamos bien a m en todo z. La funcién de peso w(z) se introduce a fin de dar
distinto peso a diferentes regiones. Por ejemplo, a una region rala (o sea con pocas observa-
ciones) podriamos desear darle una menor ponderacion como para reducir la varianza en dicha
region. I.SE(h) todavia sigue siendo una variable aleatoria.
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s Kl error cuadrdtico integrado medio
MISE(h) = MISE[my] = E[ISE(h)]
no es una variable aleatoria, pues la esperanza esta tomada con respecto a X e Y.

» Fl error cuadrdtico promediado
ASE(h) = ASE[my,] =

es una aproximacion discreta al ISE y, como ella, es una variable aleatoria y una medida
global de la discrepancia.

» El error cuadrdtico promediado medio
MASE(h) = MASE[my] = E[ASE(h)| X1 = 21,..., Xp = Xy

es la esperanza condicional del ASFE, donde la esperanza esta tomada con respecto a la dis-
tribucién conjunta de Y7, ..., Y,. Si vemos a Xy, ..., X, como variables aleatorias, el M ASFE
es una variable aleatoria.

Por simplicidad, nos restringiremos a la selecciéon de la ventana para el estimador de Nadaraya-
Watson. Para este estimador ha sido probado (Marron y Hérdle, 1986) que el ASE, el ISE y el
MISFE llevan, asintoticamente, al mismo nivel de suavidad. Por lo tanto, usaremos el criterio que
es mas facil de calcular y manipular: el ASE(h) discreto.

3.2.1. Una mirada mas de cerca al Error Cuadratico Promediado

Queremos encontrar la ventana h que minimice al ASE(h). El ASE(h) cumple
1< 1~ _
ASE(h) = ; m?(X;)w(X;) + - ; M (Xi)w(X;) — 2 Z m(X)mp (Xi)w(X).

Como el ASFE es una variable aleatoria, podemos calcular su esperanza condicional:

MASE(h) = E[ASE(®)|X) =21, ..., Xn = 2]
- %E{[mh(xi) (X)X = 21,y X = 2 b(X)

1 n
I Z Var[mp(X;)| X1 = x1,..., Xp = )
. o)

+ Sesgo2[fhh(Xi)|X1 =x1,...,Xp =z p w(X;),

b2(h)
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donde el cuadrado del sesgo es

2
1 & KX - X))
ph)=—=3 | =Y (X)) - m(Xa) | w(X;
(h) n2e | n T ) (X5) —m(X3) | w(Xy)
y la varianza

Iem ) 1 & | Kn(Xs — X)) )
v(h) = — = i w(X;
(h) n 2 ”Qj—ll 7 X) ] (X;) (Xi)

Como el ASE(h) involucra a m(-), que es la funciéon que queremos estimar, tenemos que reem-
plazar al ASE con una aproximacioén que se pueda calcular con los datos. Una manera simple de
reemplazar a m(-) podria ser usar las observaciones de Y, es decir

1 n
p(h) = = > [V; — (X)) Pw(X5),

n <
=1

llamado el estimador resustituido, y es, esencialmente, una suma pesada de residuos cuadrados
(RSS). Sin embargo, existe un problema con este método ya que Y; es usado en my(X;) para
predecirse a si mismo. Ademés se puede ver que p(h) no es un estimador insesgado del ASE(h),
pero serd usado de diferentes maneras en las siguientes dos secciones.

3.2.2. Convalidacion Cruzada

El método de convalidacion cruzada resuelve el problema de que la Y; es usada en mp(X;) para
predecirse a si misma, empleando el estimador leave-one-out, como se hizo previamente, en el que
para la estimacion my,(-) en X; la i-ésima observacion no es considerada

Zj;ﬁi Kp(Xi — Xj)Yj
>z Kn(Xi — Xj)

Esto lleva a la funcion de convalidacion cruzada

mp,—i(X;) =

CV () = % Y[ — (XX,

=1

Se puede ver que, en promedio, minimizar a la funciéon CV'(h) es equivalente a minimizar al
ASE(h). Luego, podemos concluir que elegiremos a aquella ventana que minimice a CV'(h).

3.2.3. Funciones Penalizadoras

El método de la funcion penalizadora corrige el sesgo presente en p(h) multiplicandolo por un
factor de correccion que penaliza a aquellos h muy pequenios. La “version corregida” de p(h) se puede

escribir como
1< 1
= =) Vi — (X)) (= Wie(X; X;),
G(h) ni:1[ mp(X5)] <nWh( ))w( )
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con funcién penalizadora W. Si elegimos una funcién penalizadora ¥ con desarrollo de Taylor de
primer orden ¥(u) = 1 + 2u + O(u?) para u — 0, se puede probar que G(h) es aproximadamente
igual al ASE(h). Ademaés, si denotamos por h a la ventana que minimiza a G(h) y hg a aquélla que

minimiza al ASE(h), entonces para n — oo

~

ASE(h) p hoop
ASE(hy) ho
Por lo tanto, elegir la ventana que minimiza a G(h) es otra regla “buena” para la eleccion de la

misma en la estimacién por regresiéon basada en ntcleos.

Observemos que si consideramos ¥(u) = (1 —u)~2, CV(h) = G(h). En consecuencia, el método
de convalidacién cruzada es equivalente al concepto de funciones penalizadoras y tiene las mismas

propiedades asintoéticas.



Capitulo 4

Robustez

La mayoria de los procedimientos estadisticos clasicos de estimacion e inferencia estdn basados
en supuestos fuertes, tales como errores normales u observaciones equidistribuidas, etc. Bajo estos
supuestos se pueden deducir procedimientos 6ptimos. Tal es el caso del modelo de regresion en el
que el procedimiento 6éptimo es el de minimos cuadrados. En general, para modelos paramétricos, los
procedimientos 6ptimos clasicos son los basados en maxima verosimilitud. Una desventaja de estos
métodos es que son sensibles al apartamiento a alguna de estas hipétesis en las que estan basados.
Por ejemplo, pequenias desviaciones a la normalidad manifestadas por algunas pocas desviaciones
atipicas podrian invalidar las conclusiones basadas en estos métodos.

El objetivo de los métodos robustos es desarrollar estimadores que tengan un “buen” compor-
tamiento en un “entorno” del modelo. Los métodos robustos son resistentes a estos apartamientos
y, a la vez, son efcientes cuando los modelos son validos.

Nos enfocaremos primero en el estudio de los estimadores de posicion y dispersion y luego
los generalizaremos al caso multivariado. Maronna, Martin y Yohai (2006) dan una revision muy
completa sobre los topicos que desarrollamos en este capitulo.

4.1. El Modelo de Posicion

Supongamos que el resultado de cada observacion X; depende de un valor verdadero p de un
pardmetro desconocido y también de algtin proceso de error aleatorio.

La simple eleccién de errores aditivos corresponde al modelo de posicidn:
Xi=p+U;, i=1,...,n, (4.1)

donde los errores Uy, ..., U, son variables aleatorias.

Si las observaciones son replicaciones independientes del mismo experimento bajo las mismas
condiciones, se puede suponer que X1, ..., X, son independientes con funcién de distribucién comin

F(z) = Foa — p), (4.2)

donde Fj es la distribucién comun de los errores.

21
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Buscaremos estimadores i de p tales que 11 se aproxime al verdadero valor p en algtn senti-
do. Una manera de medir esta aproximacion es con el error cuadratico medio. Si los datos fueran
exdctamente normales, la media muestral serfa un estimador 6ptimo: es el estimador de méaxima
verosimilitud y minimiza el error cuadratico medio entre todos los estimadores insesgados y en-
tre los equivariantes. El objetivo es buscar estimadores que sean casi tan buenos como la media
cuando F' es exactamente normal, pero que también sean “buenos” en algin sentido cuando F' es
aproximadamente normal. Diremos que F' es una distribucion normal contaminada si

F=(1-¢)G+ecH (4.3)

donde G = N(u,0?) y H puede ser cualquier distribucion.

Si usamos la mediana como estimador, se puede ver que el beneficio de la robustez obtenido se
paga con un aumento en la varianza (“una pérdida en eficiencia”) bajo la distribucién normal. Por
esta razon desarrollaremos estimadores que combinen la baja varianza de la media bajo normalidad
con la robustez de la mediana bajo contaminacién. Soélo trataremos con distribuciones simétricas.

4.1.1. M-estimadores de Posicion

Presentaremos una familia general de estimadores que contienen a la media y a la mediana como
casos especiales.

Consideremos el modelo de posicién dado en (4.1). Supongamos que Fy tiene densidad fo = F{).
Luego la densidad conjunta de las observaciones (la funcion de verosimilitud) es

L('xla s 7$naﬂ) = HfO(:El - M)
i=1

El estimador de mdzima verosimilitud (MLE) de u es el valor

w=pX,...,X,) =arg m;iiXL(Xl’ cey X ).
Si fo es positiva en todos lados
n
i =arg min > p(Xi— ), (4.4)
i=1

donde
p(t) = —log(fo(t))-
Si p, generalmente llamada funcion de pérdida, es derivable, derivando (4.4) obtenemos

n

S (Xi—) =0 (4.5)

=1

con = p'. Notemos que si fy es simétrica, p es par y por lo tanto  es impar.
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Si p(x) = 22 /2, tenemos que la solucién es i = X. Para p(x) = |z, se puede probar que cualquier
mediana de X es una solucion de (4.4).

Luego, dada una funcién p, podemos definir a un M-estimador de posicidn como una solucién
de (4.4).

La funcion p sera elegida para asegurar que el estimador sea:

= ‘“‘cercanamente 6ptimo” cuando Fy es exactamente normal,

= “cercanamente 6ptimo” cuando Fj es aproximadamente normal (como por ejemplo una normal
contaminada).

Si suponemos que , habitualmente llamada funcién de score, es monotona creciente, con
(—0) < 0 < (00), se puede probar que (4.5) y por lo tanto (4.4) siempre tiene solucion. Si
es continua y estrictamente creciente, la solucién es tnica.

Es facil ver que los M-estimadores son equivariantes por traslaciones.

Un tipo de funciones p y con propiedades importantes es la familia de funciones de Huber:
(z) = z? si|x| <k
PRSI = 2kl — k2 silz] >k
con derivada 2 j(x) donde

B x st |z| <k
k(7) = { sgn(z)k si |x| > k. (4.6)

Para evaluar el rendimiento de los M-estimadores, es necesario calcular su distribucion.

Supongamos que es estrictamente creciente. Dada F' una distribucion, definimos pg = po(F)
como la solucién de

Ep[ (X — po)] = 0.
Bajo condiciones de regularidad, se puede probar que i es consistente para g, es decir que si

~ P . o o ~ :
n — 00, entonces © — pg y también que la distribucién asintdtica de i es aproximadamente
N (,uo, %) donde la varianza asintdtica es

L, Erl (X = o))
Erp[ (X — po)]?
Notemos que bajo el modelo (4.2) v no depende de pyg, es decir,

L En[ ()
B[ (X0

(4.7)

Luego, podemos definir la eficiencia asintdtica de 1 como el cociente
~ Vo

donde 1 es la varianza asintotica del estimador de méxima verosimilitud, y mide cuan cerca estéa f
del 6ptimo. La funcion de score j de Huber definida en (4.6) es uno de los pocos casos en los que
se puede calcular analiticamente la varianza asintética bajo normalidad. Asi el valor de k se elige
para asegurar una eficiencia asintética dada, bajo la distribucién normal.
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4.1.2. M-estimadores Redescendientes

Una eleccién popular para las funciones p y  es la familia de funciones bicuadrada, dada por:

1= (@/R)?P sifa| <K
Pi(2) —{ 1 si [a] < k

con derivada p}(z) =6 (z)/k* donde
2

v =21 () rf(m <),

Los estimadores definidos como solucion de (4.5) con  monoétona son llamados “M-estimadores
monotonos”, mientras que aquellos definidos por (4.4) cuando  no es mondtona, como en el caso
de la bicuadrada, seran llamados “M-estimadores redescendientes”. Estos tltimos resultan ser mas
robustos ante la presencia de grandes datos atipicos.

Llameremos p-funcién a una funcién p tal que:

R1. p(x) es una funcion creciente del |z
R2. p(0) =0
R3. p(x) es estrictamente creciente para x > 0y tal que p(z) < p(o0)

R4. Si p es acotada, supondremos también que p(co) = 1.

Luego, una -funcién denotard a una funcién que seré la derivada de una p-funcion, lo cual
implica en particular que:

Ul. esimpary (x) >0 paraz > 0.

4.2. Estimadores de Dispersiéon

La manera tradicional de medir la variabilidad de un conjunto de datos x = {X1,..., X} es
con el desvio estandar (SD)

n

1/2
SD(X):[ ! Z(XZ-—X)QI .

n—1+*%
=1
Para toda constante ¢ el SD es invariante por traslaciones y por cambios de escala, es decir
SD(x+c¢) = SD(x), SD(cx) = |c|SD(x). (4.8)

Luego, si un estimador satisface (4.8), diremos que es un estimador de dispersion. Una opcién menos
sensible a la presencia de datos atipicos es el desvio medio absoluto (MD):

MD(x) = % 31X - X, (4.9)
=1
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Una alternativa robusta es reemplazar la media por la mediana, obteniendo el desvio mediano

absoluto sobre la mediana (M AD):
MAD(x) = Med(|x — Med(x)|), (4.10)

que claramente satisface (4.8).

De la misma manera que en (4.9) y (4.10), definimos los desvios medio y mediano absolutos de

una variable aleatoria X como
MD(X) = E(|X — E(X)])

MAD(X) = Med(|X — Med(X)]).
Notemos que si X ~ N(u,0?), SD(X) = ¢ por definicién, mientras que:
MD(X) = cio, MAD(X) = ca0,
donde
c1 =2¢(0) y cg = ®7(0.75),

con ¢ y ® las funciones de densidad y de distribucion de una variable aleatoria N (0, 1), respectiva-
mente.

Si queremos que un estimador de dispersion “mida lo mismo” que el SD bajo normalidad,
deberiamos normalizar la M AD dividiéndola por ¢ = 0.675, obteniendo la “M AD normalizada”
(MADN)

MAD(X
MADN(x) = MADX) (4.11)
0.675
4.3. M-estimadores de Escala
Consideremos observaciones X; que satisfacen el modelo multiplicativo
X; =oUj, (4.12)

donde los U;’s son i.i.d. con densidad fp y 0 > 0 es el pardmetro desconocido. La distribucién de
las X;’s constituye una familia de escala, con densidad

el

El estimador de méaxima verosimilitud de o en (4.12) es

~ 1 X
o= argmgxaniljlfo <J> .

Tomando logaritmo y derivando respecto a o obtenemos que

1 & <X>
- Y -~ =1,
n 4 o

=1
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donde p(t) =t (t), con (t) = —fi(t)/fo(t). Luego, un estimador que satisface una ecuacion de la

forma
1 — X;
T (F) =0 (113)
n im1 g

donde p es una p-funcién y § es una constante positiva, serd llamado un M-estimador de escala.
Notemos que para que (4.13) tenga soluciéon debemos pedir que 0 < § < p(o0). Por lo tanto, si p es
acotada supondremos sin pérdida de generalidad que

p(oo) =1, 6 €(0,1).

Se puede probar que los M-estimadores de escala son equivariantes en el sentido que 7 (cx) = o (x)
para todo ¢ > 0, y si p es par
a(ex) = [l (x)

para todo c¢. Para n grande, la sucesion de estimadores (4.13) converge a la solucion de

()

si es tinica.

4.4. La Funciéon de Influencia

Estudiaremos el comportamiento asintético de los estimadores cuando el tamafio de la mues-
tra tiende a infinito. Consideremos un estimador é\n = 5n(x) dependiendo de una muestra x =
in ..., Xp} de tamano n de variables aleatorias i.i.d. con distribucion F. Luego definimos 500 =
0o (F) al “valor asintotico” del estimador en F', es decir

O 5 O (F).
Si 6, = X, entonces é\oo(F) = Fp(Xy); si B, es un M-estimador que es solucién de (4.5) con

monoétona, entonces O (F) es solucion de Ep[ (X7 —6)] = 0.

Un estimador # de los parametros de una familia paramétrica Fy serd consistente si

~

0o (Fy) = 0.

Estamos interesados en el comportamiento de 6 (F') cuando F' pertenece a un “entorno” de una
distribucién Fy. Para ello se define un entorno de contaminacion a

F(F,e)={(1—¢)F +eG : G € G},

donde G es un conjunto adecuado de distribuciones.

La funciéon de influencia (I'F'), también llamada curva de influencia, de un estimador, fue in-
troducida por Hampel (1974). Es una aproximacion del comportamiento de 6, cuando la muestra
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contiene una pequeia fraccion € de datos atipicos idénticos, y se define como

~

Ooo (1 — €)F + £6,) — oo (F)

thenF) = i 5
0 ~
= %Qw((l—s)F—i—gézo) e—0t>

donde 04, es la distribucién de masa puntual en .

Asi, si £ es pequeiio el sesgo definido por Gug ((1 — ) F + €0g,) — B (F) puede ser aproximado
por el Fy(zo, F).

Para el caso de un M-estimador de posicion i con dispersiéon conocida o, donde el valor asintético
cumple que
Y_7
o

((zo — o) /0)
Ep[ '(X = i) /o))

Sea ahora ;1 un M-estimador de posicién con dispersion estimada previamente por . Si F es
simétrica, la I'F es
((:1:0 - Noo)/o'oo)

EF[ /((X - /700)/800)] .

Bajo ciertas condiciones de regularidad, se puede ver que para un M-estimador de posicién la
varianza asintotica v satisface

la IF es

IFﬁ(x(),F) =0

IF;(20,F) = 0o

v = Ep[IF(X,F)?.

4.5. El Punto de Ruptura

En linea general, el punto de ruptura (BP) de un estimador 6 del pardmetro 6 es la mayor
cantidad de contaminacion (proporcion de observaciones atipicas) que pueden contener los datos,
de manera tal que 6 siga dando alguna informacion sobre 6.

Sea 6 € ©, © espacio paramétrico. Para que el estimador 0 dé alguna informaciéon sobre 6, la
contaminaciéon no deberia llevar a 6 al infinito o a la frontera de ©.

Luego, definimos el BP de contaminacion asintético del estimador 0 en F', denotado por &* (é\, F),
al valor mas grande £* € (0, 1) tal que para todo € < €*, 0 ((1 — €)F 4 €G) se mantiene acotado
en funcién de G, y también lejos de la frontera de ©.

Veamos por ejemplo, qué ocurre en el caso de M-estimadores en el modelo de posicién con escala
conocida. Supongamos que es mondtona, pero no necesariamente impar y que

son finitos. Luego, se puede mostrar que

o min(ky, k2)
R
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Por lo tanto, si  es impar, k1 = ko y se alcanza la cota ¢* = 1/2. Los estimadores redescendientes
también alcanzan la cota ¢* = 1/2.

Se puede mostrar que los estimadores de dispersion SD y M AD tienen como punto de ruptura
a 0y 1/2, respectivamente.

4.6. Robustez en el Analisis Multivariado

En el caso del analisis multivariado observamos vectores aleatorios X = (X1,...,X,)" € RP con
una distribucion F' en RP. En el enfoque clésico describimos la posicion del vector aleatorio X por
la esperanza p = E(X) = (E(X1),..., E(X,)) v la dispersion por la matriz de covarianza

Var(X) = E((X — p)(X — p)").

La matriz de covarianza Var(X) es simétrica y semidefinida positiva y satisface que para cada
vector constante a y cada matriz constante A

E(AX +a)=AE(X)+a, Var(AX +a)= AVar(X)A'.

Los métodos clasicos de estimacion multivariada estan basados en el supuesto de que se observa una
muestra aleatoria de observaciones independientes e idénticamente distribuidas X = {Xy,...,X,}
donde cada X; tiene distribucion normal multivariada N,(u, ) con densidad

1 1 Iv—1 )

X)=——exp| —=(x—pu)X " (x— , 4.14
160 = g o (30 w= 0 (419
donde ¥ = Var(X) y |X] es el determinante de . Bajo la distribucion normal (4.14), los estimadores
de méaxima verosimilitud de g y ¥ para una muestra X son respectivamente la media y la matriz
de covarianza muestral

X =ave(X) = = S Xi y Var(X) = avel(X - X)(X - X)']

=1

Sean (fi(X), 3(X)) estimadores de posicién y dispersién correspondientes a la muestra X = {X1, ..., X, }.
Diremos que los estimadores son afin equivariantes si

A(AX +Db) = Afi(X)+b, S(AX+a)=ATA"
La media y la matriz de covarianza muestrales poseen esta propiedad.

Al igual que en el caso univariado, una pequena cantidad de datos atipicos puede alterar com-
pletamente a la media y a la matriz de covarianza muestrales.

4.6.1. Punto de Ruptura de Estimadores Multivariados

Para el vector de posicion, el espacio paramétrico es un espacio finito-dimensional Euclideo, y
por lo tanto pediremos que fi permanezca en un conjunto acotado. Diremos que “Y es acotada y
esta acotada lejos del borde” si sus autovalores estan acotados lejos del cero y del infinito.
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Para 0 < m < n llamemos Z,, al conjunto de “muestras” Z = {Z,...,Z,} tales que #{Z; =

X;} =m, ysean u(Z) y E( ) los estimadores de posicion y dispersion basados en la muestra Z.

El punto de ruptura finito (FBP) de (fi, ) esté definido como e* = m*/n donde m* es el m
mas grande tal que existen constantes finitas positivas a, b, y ¢ tales que

IB@)] <0y b<X(E(2) < u(E(Z) <
para todo Z € Z,,, donde )q(f)(Z)) > ... 2> )\p(f](Z)) son los autovalores en orden descendiente de
%(2).

El BP asintotico de (fi, %) es el mayor £* € (0,1) para el cual existen constantes positivas a, b
y ¢ tales que
[Boo (1 =€) F +eG)| < a

b< ME((1—e)F+eG) < M (S((1—e)F +eG)) < c
vale para todo G.

4.6.2. M-estimadores

En el caso multivariado definiremos estimadores equivariantes robustos de posicién y dispersion
stmultdneamente.

La densidad de la distribucién normal multivariada dada en (4.14) puede escribirse como

1
fx,p,X) = ﬁh(d(x,u, ), (4.15)
donde h(s) = cexp(—s/2) con ¢ = (2m) P/ y d(x,u, %) = (x — p)’X " (x — p). En general, para
cualquier eleccion de h positiva tal que f satisfaga (4.15) e integre uno, se dice que f es elipticamente
simétrica (“eliptica”).
Sea X1i,...,X, una muestra aleatoria i.i.d. con densidad f con la forma (4.15) en la que h es
asumida positiva en todo punto. Notemos que la funcién de verosimilitud para calcular los esti-
madores de g y X es

L(p, X |E|"/2 Hh (i 1, 2

y maximizar a L(pu,Y) es equivalente a minimizar

n

—2log (L(p, X)) = nlog (@D + Zp(di) ;

i=1
donde R
p(s) = —2log (h(s)) v d; = d(X;, g, ¥).

Derivando con respecto a p y 3 obtenemos el siguiente sistema de ecuaciones

ZW )(X; — ) =0
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con W (s) = p'(s). Bajo la distribuciéon normal, tenemos que W = 1.

En general, definimos a los M-estimadores como solucién de

S W)X — ) = 0 (4.16)
=1
LS Wa(d) (X~ )X~ ) =5 (4.17)
=1

donde las funciones Wi y Wy no son necesariamente iguales. Notemos que por (4.17) podemos
interpretar a S como una matriz de covarianza pesada, y por (4.16) podemos expresar a (& como un
promedio pesado
~ 2y Widi)X
>ima Walds)

con los pesos dependiendo de una medida de atipicidad d;.

(4.18)

La existencia y unicidad fueron tratadas por Maronna (1976) y mas en general por Tatsuoka
y Tyler (2000). Para la unicidad de las soluciones de (4.16) y (4.17) se pide que dWs(d) sea una
funcién no decreciente de d, en tal caso llamaremos a estos M-estimadores de posiciéon y dispersion
mondtonos, si no los llamaremos redescendientes.

Esta probado en el Capitulo 8 de Huber (1981) que si las X; son i.i.d. con distribucion F, bajo
supuestos generales cuando n — oo, los M-estimadores mono6tonos definidos como alguna solucién

ny 5 de (4.16) y (4.17) convergen en probabilidad a la soluciéon (ﬁoo, f)oo) de
EW1(d)(X - )] =0

E[W2(d)(X — fioe) (X = Fioo)'] = So

donde d = d(X, [, Yoo ). Es fécil probar que los M-estimadores son afin equivariantes.

Punto de Ruptura

Es intuitivamente claro que para la robustez de los estimadores necesitaremos que ningin término
domine las sumas (4.16) y (4.17), y para conseguir esto supondremos

Wi(d)Vd y Wa(d)d acotadas para d > 0. (4.19)

Sea K = sup, Wa(d)d. Si suponemos ¥ conocido, se puede probar que el BP asintético de i es 1/2.
Por otro lado, si p es conocido, Maronna (1976), y la distribuciéon subyacente Fj le da masa cero
a cualquier hiperplano, el BP asintético de un M-estimador mondtono de ¥ con Wy satisfaciendo

(4.19) es
i (L P
ef=min|—,1-—=|.
K’ K
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El FBP es similar pero los detalles estan desarrollados en Tyler (1990). Diremos que una muestra
esté en posicidn general si ningan hiperplano contiene méas de p puntos. Davies (1987) mostro que el
méaximo FBP de cualquier estimador equivariante para una muestra en posicion general es mJ, . /n

- m . = {”;p] . (4.20)

4.6.3. Estimadores basados en una escala robusta

Definiremos estimadores de posicion y dispersiéon que hagan que las medidas d; sean “pequenas”.
Para este fin buscaremos g y ¥ que minimicen alguna medida de la “magnitud” de d(X, pu,>).
Llamemos S}, al conjunto de todas las matrices de p x p simétricas y definidas positivas. Dado un

conjunto de datos X llamemos d(X, u, ) al vector de elementos d(X i u, ‘2), t1=1,...,n, yseac

un estimador de escala robusto. Luego, definimos los estimadores p y ) por

o (d()NC,ﬁ, fl)) —min con pER?, S e Sp, == 1. (4.21)

Es facil probar que los estimadores definidos por (4.21) son equivariantes.

El estimador de minimo volumen de elipsoide

El estimador de minimo volumen de elipsoide (MVE) se obtiene considerando en (4.21) a & como
la mediana muestral. El nombre proviene del hecho que entre todos los elipsoides {x : d(x, u, X)) < 1}
que contienen al menos la mitad de las observaciones, el que corresponde al estimador MVE es aquel
que tiene minimo volumen, es decir minimo |X|. La velocidad de convergencia del MVE es solamente
n~Y3 v por lo tanto es muy ineficiente (Davies, 1992).

S-estimadores

Para superar la ineficiencia del estimador MVE consideramos una nueva clase de estimadores
llamados S-estimadores (Davies, 1987), definidos por (4.21) tomando para ¢ un M-estimador de

escala definido por
I~ [d;
> pl=])=0 (4.22)
n o

donde p es una p-funcion acotada y suave. Se puede probar que un S-estimador (i, f)) es un M-
estimador en el sentido que para algin fiy X con [X| =1y 6 =5 (d()NC, w, i))

n

Zp d(XwﬁaA ) Zn: Xza”72)> )

i=1

Si p es derivable, la solucion de (4.21) debe satisfacer el siguiente sistema de ecuaciones de

estimacion
ZW( ) (X; — i) =0,
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1 i dz ~ ~\/
Y W2 ) Xi—n)(Xi - p) =,
nizl g

donde
W:pl ya\za(dl,...,dn),

y ¢ es una constante escalar tal que ]§1| = 1. Si p es acotada, como es usual, éste no es un M-estimador
mondtono, por lo tanto las ecuaciones de estimacion sélo llevaran a minimos locales de o. Se puede
demostrar (Davies, 1987) que si p es derivable, para los S-estimadores v/n(ft — tho, S f)oo) tiende
a una normal multivariada. El maximo FBP dado en (4.20) es alcanzado por los S-estimadores si
consideramos en (4.22)

né=m. . = [n—p} .

max 2

Definimos el S-estimador multivariado bicuadrado como el que tiene la escala dada por (4.22)
con

p(t) = min{l,1 - (1 -1)°},

y funcién de peso

W(t) =3(1 —t)?I(t < 1).

El estimador de minimo determinante de covarianza (MCD)

Otra posibilidad es usar una escala podada para & en vez de una M-escala. Sean diy < ... < dp)
los estadisticos de orden de las distancias d; = d(X;, p, ), y para 1 < h < n definimos la escala
podada de las distancias como

h
=1

Asi, un estimador (fi,3) definido por (4.21) con esta escala podada es llamado un estimador de
minimo determinante de covarianza (MCD). Su nombre se debe a que para cada elipsoide {x :
d(x,t,V) <1} que contenga al menos h observaciones, se calcula la matriz de covarianza C de las

observaciones que estan dentro del elipsoide. Si (1, ) es un estimador MCD, el elipsoide con t = p
y V igual a un multiplo escalar de ¥ minimiza al |C|.

*

El méaximo BP del estimador MCD es alcanzado si tomamos h =n —m., ...

en (4.20).

con my, . definido



Capitulo 5

Regresion Lineal con
Errores—en—las—Variables

5.1. Modelo

Todo problema estadistico puede volverse mas complejo si las variables en términos de las cuales
esta definido el modelo no son observables. El término errores—en—las—variables (EV) se refiere al
hecho de que una o més variables independientes o covariables han sido observadas con error.
Modelos estadisticos que tratan este tipo de problemas datan del siglo XIX y existe una vasta
bibliografia sobre el tema. Nosotros enfocaremos nuestra atenciéon en el problema de regresion lineal.

En el modelo de regresion lineal simple con errores—en—las—variables consideramos vectores Z; =
(X;,W;)', i = 1,...,n que no son observables y que estan relacionadas linealmente mediante la
ecuacion

W;=a+ p8X;. (5.1)
Estas variables estdn expuestas a errores de medicién y s6lo podemos observar
Y, = Wit+eg = a+pXi+e
(5.2)
Vi = X;+U;

con (Uj,e;)" independientes e idénticamente distribuidos con media cero y matriz de covarianza %
diagonal dada por
2
o, 0
. 5.3
(% ) o

Si las variables X; y W; son aleatorias el modelo se llama estructural, mientras que si ambas son
deterministicas se denomina funcional.

FEn la préactica un investigador podria despreciar el hecho de que las variables predictoras estén
sujeta a un error de medicién y estimar los parametros del modelo mediante Cuadrados Minimos
Ordinarios (OLS). Sin embargo, ésto conduciria a problemas pues, es bien sabido, que en el mo-
delo EV, los estimadores de Cuadrados Minimos Ordinarios son sesgados y no son consistentes.

33
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Si todas las variables presentes son Gaussianas el modelo esté subespecificado. Es frecuente el uso
del supuesto de que el cociente 0. /0, es conocido, por ejemplo, sin pérdida de generalidad, puede
suponerse que es 1. Bajo estos supuestos los estimadores de méaxima verosimilitud de o y 3 estéan
dados por el método de regresion ortogonal que minimiza la distancia ortogonal de los puntos a la
recta de regresion en lugar de la distancia vertical usada en minimos cuadrados ordinarios.

En el modelo EV multivariado tenemos Z; = (V,,Y;)’, i = 1,...,n, n vectores observables donde
V; es de dimension p x 1. Suponemos que:

X; .
7, =7;+ € = < WZ > +€, 1=1,....n
7
donde €; = (U, e;) y W; = a+ FX,; con o € R, B8 € RP y las Z; son vectores independientes e

idénticamente distribuidos con media g = (p'y, )’ y matriz de covarianza

<EX XxB >
BExB )

Es usual suponer, ademas, que los errores €; son independientes e idénticamente distribuidos con me-
dia 0 y matriz de covarianza O'ZIp+1 vy que Z; y €; son idependientes. Bajo el supuesto de normalidad,
nuevamente el procedimiento de maxima verosimilitud resulta el método de regresiéon ortogonal. El
estimador de regresiéon ortogonal se obtiene de minimizar

> NIz - Zilf? (5.4)
=1

donde Z; pertenece a Dy g = {(X/,W) : W = a + #'X}. El modelo multivariado EV se puede
reescribir como
7, =7; + €, 5/Zi:Oz 1=1,...,n,

con & = (B',—1)". Por lo tanto, el estimador definido por la minimizacién de (5.4) puede hallarse
buscando .
argmin Z(d'Zi —¢)%. (5.5)
ldll=1,c ;=5
Notemos que (d'Z; — ¢)? es la distancia ortogonal del punto Z; al plano H(d,c) = {s : d’s = c}.
Puede demostrarse que la solucion d corresponde a la componente principal de la matriz de co-
varianza muestral, asociada al autovalor mas pequeno y que ¢ = d'Z, donde Z denota la media
muestral. Bajo condiciones de regularidad, se puede demostrar que este método conduce a esti-
madores consistentes y asintéticamente normales.

Sin embargo, los estimadores resultantes basados en la media y la matriz de covarianza muestrales
son muy sensibles a la presencia de datos atipicos, lo que ha motivado la btsqueda de procedimientos
robustos alternativos. En particular, Carroll y Gallo (1982) y Brown (1982) senalan la falta de
robustez como un problema severo del método de regresiéon ortogonal.

5.2. Alternativas robustas

Carroll y Gallo (1982) proponen un procedimiento robusto, que resulta consistente y asintoti-
camente normal, que puede ser usado cuando las observaciones estan replicadas exactamente dos
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veces. Brown (1982) estudia la posibilidad de usar estimadores de regresion ortogonal ponderados,
pero es necesario un estimador inicial de la pendiente para computar los pesos. Ketellapper y Ron-

ner (1984) estudian la aplicacion de métodos ordinarios robustos de regresion en el ambito de los
modelos EV.

Zamar (1989) propone M-estimadores robustos ortogonales y muestra que su comportamiento es
superior al de los estimadores robustos de regresion ordinarios aplicados al problema ignorando la
presencia de errores en las variables. Los estimadores introducidos por Zamar (1989) son la solucion
del problema de minimizacién dado por

n
, d/Zi—C>
min g ],
ldf=Le 1p< Sn

1=

donde p es una funcién de pérdida y S, es un estimador de escala robusto de los residuos ortogonales.
Es claro que si p(t) =ty S, = 1, los estimadores resultantes son la solucion del problema (5.5).
El rol de p es el de controlar la influencia de los residuos que son grandes en comparaciéon de la
escala Sy, por lo tanto es necesaria la estimacion robusta de la escala de los residuos ortogonales, lo
que plantea un problema adicional. Zamar (1989) define los S-estimadores de regresion ortogonales
como sigue: dado un vector unitario d y un escalar ¢, sea S(d, ¢) la M-escala de d'Zy,...,d'Z,, es
decir, la solucion de la ecuacion

1 — d'Z; — ¢
() =0
n S

donde x es par, continua, no decreciente en [0,00), x(0) = 0 y lim;o x(¢) = 1. La constante
b usualmente se toma como Ex(Z), siendo Z una variable con distribuciéon normal estandar. Los
estimadores de escala de regresiéon ortogonal (a,E) se definen por la minimizacion de S(d,c) y
finalmente, S,, = S (a,E) Zamar (1989) estudia las propiedades asintoticas de los M-estimadores de
regresion ortogonal.

Posteriormente, Zamar (1992) considera M-estimadores de regresion ortogonal desde el punto de
vista del sesgo. Bajo condiciones de regularidad, caracteriza el sesgo sobre entornos de contaminaciéon
y computa las curvas de maximo sesgo. Deriva el M-estimador de regresion ortogonal méas robusto
desde el punto de vista del sesgo. Asimismo, calcula una cota superior fina para el punto de ruptura
de un M-estimador de regresion ortogonal.

Cheng y Van Ness (1992) generalizan la propuesta de Zamar (1989) definiendo M-estimadores
de regresion ortogonal generalizados, pero para el caso de regresion simple. Obtienen estimadores
con curva de influencia acotada.

Por ultimo, més recientemente, Ruiz—Gazen y Fekri (2004) proponen estimadores robustos de
regresion ortogonal pesada. Estos estimadores estan definidos por el criterio de minimos cuadrados
ponderados y son derivados de estimadores robustos multivariados de posicién y dispersion. Dado
que emplearemos estos estimadores en el estudio numérico del tltimo capitulo, los describiremos en
detalle en la seccion siguiente.
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5.3. Regresion Ortogonal Pesada Robusta en el Modelo Errores—
en—las—Variables

En el caso de regresion lineal simple con errores en las variables simple tenemos que Z; = (V;,Y;)’
y Z; = (X;,W;)" cumplen el modelo dado por (5.1), (5.3) y (5.3). Este es el modelo de efectos
aleatorios con Z; perteneciente a la direccion afin D g = {(X,W): W = a+ X }.

Ruiz-Gazen y Fekri (2004) adaptaron la funcién objetivo dada en (5.4) introduciendo una fun-
cién de peso w : RT — RT y de esta forma definieron una nueva clase de estimadores de o y 3
minimizando

n
> (17 = el ) 12— Zl 2, (5.6)
i=1

donde ||Z; — un||22,1 = (Z; — ;) S, (Zi — ), v p,, y Xy son estimadores multivariados iniciales

de posicién y dispersiéon. Notemos que este criterio es invariante por cambios de traslaciones y por
transformaciones ortogonales.

Si denotamos por Ilp, , a la proyeccion ortogonal en la direccion afin D, g, tenemos que

n

Y wllZi — plig-1)l|Zi — Zil|* =

i=1
n n
= > wllZi = 3 -)|Zi — M, 4 (Zo)]* + Y w(llZi — pll5y1)l1Zs — b, ,(Z)].
i=1 i=1

Entonces, (5.6) se minimiza tomando Z; = IIp Z;) con D,, g, que minimice a

an,Bn (

n

> wlllZi — w3l Zi — T, 4 (Z:)]%.
=1

Sean " )
i w(1Zi = pa|[50)Z

BRn =
" w(lZ )

Y wllZi = I3 )(Zi — prr ) (Zi — pig,)'
S w2~ 2
las versiones reponderadas de un paso de los estimadores p,, v 3, respectivamente. El minimo se

alcanza en la direccién afin D,,, g, que contiene a pp,, v es paralela a la direcciéon generada por el
autovector v, asociado al autovalor méas grande de Xg .

y ZR,n =

Los estimadores de regresion ortogonal pesada para la pendiente y para el intercept estan dados
por:
”7(12) (2 (1
o =" ¥ @0 = tgg = okt
Un

donde v,, = (07(11), 07(12))/ Y Brn = ( g%l,)m /‘g,)n)/'
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La eleccion de w = 1 corresponde a la regresion ortogonal clasica, llamada también Minimos
Cuadrados Totales (TLS). En el caso gaussiano, los estimadores (3, y «;, son los estimadores de
maxima verosimilitud. Pero éstos son altamente sensibles a la presencia de datos atipicos. Por esta
razén los autores introdujeron la funcién de peso w, decreciente, la cual asigna bajo peso a aquellas
observaciones con ||Z; — un||;,l alto. Los resultados tedricos obtenidos estan dados bajo supuestos
generales sobre la funciéon de pneso w. Consideraron tres estimadores multivariados robustos iniciales
de posicién y dispersion, los MCD, M- y S-estimadores vistos en el Capitulo 4, agregando a los
subindices de los estimadores w,,, ¥y, o, v Bn las letras M, S y MCD de acuerdo al tipo de
estimador inicial que se use.

Como vimos, los M-estimadores multivariados de posicion y dispersion son la solucion de las
ecuaciones (4.17) y (4.18). Sean uj y ug dos funciones no negativas, los M-estimadores quedan
definidos implicitamente por:

Yic1u(1Zi — parnlls -1 )Zi
Hprn = :
" i w(lZ — pa

‘Elzfl,n)

/

2o )% — ) (Zi — g )

1 n
YMn = - ZUQ(HZi — KM
i1

Si suponemos que ug es monotona, Maronna (1976) mostréo que el punto de ruptura de los M-
estimadores multivariados es a lo sumo zﬁ' Por lo tanto, los M-estimadores son menos robustos a
medida que aumenta la dimension.

Los S-estimadores introducidos en el Capitulo 4 pueden definirse de la siguiente manera. Dada
p:RT = R*, los S-estimadores (pg,,, ¥s,,) minimizan el det(A) bajo la siguiente condicion

n

1
= ol1Z — plla) = bo

=1

entre todos los (i, A) € RP x S, S), definido en el capitulo anterior. Generalmente, by = Er[p(||Z—
p||a-1)] donde F es la distribucion de Z; y p es derivable. Para tener un punto de ruptura distinto
de cero, p debe estar acotada y el BP esta dado por el cociente de by y el maximo de p (Lopuhad
y Rousseeauw, 1991). En contraste con los M-estimadores, los S-estimadores tienen alto punto de
ruptura en cualquier dimension. Las propiedades de éstos han sido investigadas por Davies (1987)
y Lopuhad (1989).

Finalmente, los estimadores MCD de posicion y dispersion, definidos en la Seccion 4.6.3, estan
dados por:

1
KyicDn = W E Zij?
n

hn
C
YMCDn = *ha E (Zi; — tprepn)(Zi; — arep )
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donde el subconjunto {Z;,, ..., Z;, } es de tamafio h, (1 < h, <n)y cq es una constante definida
para obtener un estimador consistente. Tipicamente, el tamafio del conjunto iguala a h,, = [n(1—«/)]
con a = 0.25 0 a = 0.5 y el punto de ruptura es igual a a. Para asegurar la consistencia del estimador
es necesario que

o =(1—a) 1“(§ZT+1) /Ora P (r?) dr)

donde r,, esta determinado por
1
212
(%)
Los estimadores ay, v 3, estan calculados a partir de KR, Y Y Rn, los cuales son estimadores
reponderados de un paso con u,, v %, como estimadores iniciales. Los estimadores reponderados de
un paso han sido estudiados en profundidad en Lopuhad y Rousseeuw (1991) y Lopuhad (1999). Se

ha probado que estos estimadores heredan las propiedades de robustez de los estimadores iniciales,
en particular, se preserva el punto de ruptura.

Ta
/ P g(r?) dr =1 — a.
0

Para el caso del modelo EV multivariado definido en la Seccién 5.1, la direccion afin Dan, B8,
contiene a pp, y es ortogonal a la direccion atravesada por el autovector v = (viy, ... Uptim)
asociado al autovalor mas pequeno de X ,. Luego, los estimadores ortogonales pesados robustos
para By « estdn dados por

1

B, =— (Ul,na s >Up,n), Y On = UWn — IB;’LNX n
Up+1,n ’

5.3.1. Funcién de Influencia y Propiedades Asintéticas

Como ya vimos en el Capitulo 4 la funcién de influencia mide la sensibilidad del estimador ante
la presencia de pequenas proporciones de contaminacién en la distribucién. Las demostraciones de
los resultados mencionados en esta seccién pueden verse en Ruiz—Gazen y Fekri (2004).

Nos enfocaremos en el problema de estimar a los pardmetros 8 y a del modelo cuando la
distribucién de Z; es eliptica con densidad dada por

f2) =272 (|2 — pl?o))

con p € RP, ¥ € S,y g:[0,00) = [0,00) independiente de z, p y X. Las funciones de influencia
de los estimadores de la pendiente y del intercept dependen de las funciones de influencia de los
estimadores de posicién y dispersion.

Lopuhad (1997) dio la funcién de influencia de los estimadores multivariados reponderados de
un paso de posicién y dispersion. A partir de estos resultados se derivaron las funciones de influencia
de los estimadores de regresiéon ortogonal pesada de la pendiente y el intercept.

Las funciones de influencia IF(z;upc, F') vy I1F(z;Xgc, F') de los estimadores reponderados
estan dadas, para cada C' = M,S y MCD, por:

da 1
IF(z; ppe, F) = dTIF(Z; po, F) + dTw(HZ — pl3-a)(z - p),
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d d
IF(z;Sge, F) = d—4]F(z;EC,F)+ﬁtr(IF(z;EC,F))E
1 1
]. 2 / d3
+ —w(|lz - plls-1)(z — p)(z —p) - =X
dl dl
donde
orz [+
e A T
T (%) Jo
ors [T 2
dy = / w(r? [g )+ =g (r? ?"2} rP=1 dr,
oy [ [oet) + 260
o7 oo
dz3 = / —w(r?)g(r®)rP*t dr,
r@h 2
272 /+°° [72 9 2r# 9 1
dy = w(r?) |[—g(r —i—g'r]r”_ dr.

Finalmente, las funciones de influencia de los estimadores de la pendiente 8¢ y del intercept ac
estan dadas por:

. _ 1 ez — plls-1) , . PRV
IF(ZHBCvF)_% ()\1_)\2)1)1 V(Z N)(Z “)6

IF(z;ac, F) = 8'IF (z; u, F) — pVIF (z; B, F)

con C = M, S, MCD, v = (v1,v2)" es el autovector asociado al autovalor mas grande de X,

6= (_ﬁa 1)/7

'YTLS(t) = 17
_dy ov Lo
M) = —cu(t?) + —w(t”),
dy dy
t) = 22PN
vs(t) Qi ay 1 + d17~U( )y
Ymep(t) = _d712a51{t2§qa} + jlw(t )

donde ¢g es un factor de consistencia dado por ¢y = g—f.

Luego, las funciones de influencia de los estimadores de la pendiente y el intercept asociados
al MCD, M- y S-estimadores estan acotadas. La consistencia y la distribuciéon asintética de estos
estimadores se dedujeron de resultados sobre los estimadores reponderados de posicién y dispersion.
Ruiz-Gazen y Fekri (2004) mostraron que ppe, &% u y que existe una constante c tal que

YRCn 2% ¢X. También probaron que si w es acotada, continua en casi todo punto de [0,00) ¥ es
de variacién acotada, la distribucién asintética de los estimadores robustos de regresiéon ortogonal
pesada de la pendiente y el intercept son respectivamente:

Vi(Bon — B) 2> N(0, ASVe(8))
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Vi(ac, — o) -2 N(0, ASVe ()

donde
(1+62)2 A1 A2 9 4
A = E 7 — 1) ||Z — _
SVe(B) 52 (v — ) (v (1Z - plls-)Z — plls-1),
A 1+ 52 2 2 (1)\2
SVe(a) = 5 ME ((1Z — plls-)|Z — pll5-1) + (u'V)2ASVe(B),
con
¢rrs(t) = 1,
() = 2yt + ~w(e?)
MU= gt T
_ode () 1
fs(t) - dl a2t + dlw(t )7 y
dy 1 1,
Svop(t) = —dflf%f{t2gqa}+d*w(t)

Finalmente dedujeron las funciones de influencia y las distribuciones asintoticas de la pendiente
y el intercept en el modelo EV multivariado para C = M, S, y MCD.

= Las funciones de influencia estan dadas respectivamente por:

, _elZ-plls1); o (e gV
IF(z; B¢, F) = I3 Pj(z —p)(z —p)a
j=1

1
ap+1€ — Aj = Ap+1

7 — _
1P ac, F) = SUEZ Iy ) — i1t e, ),
p+

que resultan estar acotadas.

» Si w es acotada, continua en casi todo punto de [0,00) y es de variacion acotada, /n(3,, — 3)
converge en distribucién a una normal multivariada centrada con matriz de covarianza

L+IBI2 N~ Adpi ,
I15P1
p(p+2)2 = (3 = App1)2 P78

ASVe(B) = E (v¢(|1Z - plls-)I1Z — plls-)

y v/n(ay, — ) converge en distribucion a una normal centrada con varianza

) >‘p+1(1 + ||B||2)
p

E(&(1Z - plls-)Z — pl3- + P, ASVe(B) ey

donde I 8= (I,,B) y Pj es la proyeccion ortogonal sobre el autoespacio asociado a A;.



Capitulo 6

Estimacion Robusta en el Modelo
Parcialmente Lineal con
Errores—en—las—Variables

6.1. Introducciéon

Como fue descripto en el Capitulo 1, en los modelos parcialmente lineales suponemos que se
observa una muestra de tamano n tal que (Y;, X}, T;)’, con i = 1,...,n, son observaciones indepen-
dientes, Y; e R, T; e R, X; = (Xila .. ,Xip)/ ERPy

}/;':/B/Xz"i‘g(Ti)—l-Ei, 1<i<n,

donde los errores ¢; son independientes, idénticamente distribuidos e independientes de (X}, T;)'. Es-
tamos interesados en la estimacién del parametro desconocido 3 y de la componente no paramétrica
g cuando las covariables X; son observadas con error, o sea, en lugar de observar X;, observamos

V,=X;+U; 1<1<n,

siendo los errores U; independientes, idénticamente distribuidos e independientes de (Y;, X., T;, ;).
En el modelo clasico se suele suponer ademas que E(g;) =0, V(g;) = 0% y ademés que E(U;) =0,
Yy, = o’I,.

En estas condiciones, (Y;, X!}, T;)’, con i = 1,...,n, cuamplen el modelo dado por

Y; = AXi+g(T)+e

Como ya fue mencionado en la Introduccion si se aplica el estimador de verosimilitud semiparamétri-
co de Severini y Staniswalis (1994) ignorando el hecho de que las X;’s son observadas con error, el
estimador de 3 no es consistente. Liang, Héardle y Carroll (1999) propusieron un estimador consis-
tente de B basado en minimos cuadrados en el que introducen un término de atenuacién que
depende de la matriz de covarianza de los errores U;, la que asumen como conocida. Zhu y Cui

41
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(2003) consideran el modelo (6.1) en el caso en que todas las covariables, incluyendo las T, son
observadas con error y deducen las propiedades asintéticas de los estimadores propuestos.

Sin embargo, las propuestas existentes son sensibles a la presencia de datos anémalos en tanto
se basan en minimos cuadrados. El proposito de esta tesis es introducir estimadores robustos con-
sistentes de las componentes paramétrica y no paramétrica de un modelo parcialmente lineal con
errores en las variables bajo condiciones generales.

6.2. Modelo y Enfoque Clasico

Supongamos que (Y, V', T) es un vector aleatorio con la misma distribucion de (Y;, V%, T;)’, esto
es

Y = BX+g9(T)+e
V = X+U, (6.2)

donde U es independiente de (Y, X', T)" y de .

Siguiendo el enfoque clésico, sean ¢o(t) = E(Y|T = t) y para cada coordenada j, j = 1,...,p,
¢;(t) = E(V;|T =t) = E(X;|T =t) y ¢(t) = (¢1(t), ..., dp(1))".
Por un lado, de (6.2) se sigue que

Y = BF(V-U)+g(T)+e
Y = BV 4T+ (-4
Y = BV+ygT)+r (6.3)

siendo 7 = ¢ — B'U. Luego, tomando esperanza condicional resulta

EY|T=t) = BEVIT=t)+g(t)
do(t) = B'é(t)+g(t) (6.4)

y por lo tanto
9(t) = ¢o(t) — B'd(1).
De las ecuaciones (6.3) y (6.4) obtenemos que

Y —¢o(t) =BV -o(t) +7,

es decir

Y—go(t) = B(X-o(t)+e
V = X+U.

Para cada T' = t, esto sugiere estimar previamente ¢o(t) y ¢(t), mediante g/go(t) y qAS(t), e insertar
estos estimadores en el proceso de estimacion de 3. De esta manera combinariamos estimadores no
paramétricos para estimar ¢g(t) y ¢(t) con estimadores de regresion ortogonal para la estimacion

de 3.
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Para el caso en que la matriz de covarianza de los errores U;, Y5, es conocida, Liang, Hérdle and
Carroll (1999) propusieron un estimador consistente del parametro de regresion basado en minimos
cuadrados en el que introducen un término de atenuaciéon que depende de Yy. En efecto, el
estimador de 3 propuesto por estos autores queda definido por

n ’ -1 5 R .
[Z (Vi-om) (vi-a(m) - an] > (Vi-om) (Yi—do(@) -
1

i=1

1=

Sin embargo, estos estimadores, basados en técnicas clasicas, son muy sensibles a la presencia de
datos atipicos. Una alternativa natural podria basarse en utilizar en cada paso del proceso de
estimacién un procedimiento menos sensible a datos anémalos, tal como fue propuesto en Bianco
y Boente (2004) en el contexto del modelo parcialmente lineal. En efecto si los errores € y Uj
tienen distribucion simétrica, entonces ¢g(t) y ¢(t) pueden pensarse como funcionales robustos
condicionales de posicién, tales como la mediana condicional, y el pardmetro de regresiéon podria
ser estimado mediante un procedimiento de regresiéon ortogonal robusto, como los mencionados en
el capitulo anterior.

6.3. Propuesta

Considerando los aspectos mencionados previamente, proponemos el siguiente procedimiento de
tres pasos:

» Paso 1: Estimar ¢;(t), 0 < j < p, mediante un suavizado robusto, como la mediana local o
—~ ~ P —~ !/
un M-estimador local. Llamamos ¢;(t), 0 < j < py sea ¢(t) = (¢1 (t),... ,qﬁp(t)) :

= Paso 2: Estimar @ aplicando un método de regresiéon robusto para un modelo con errores—
en—las—variables con variables observables

Vi=Vi-@(T) v Ri=Yi—o(T).
Sea ,@ el estimador obtenido.

= Paso 3: Definir el estimador de la funcién g como

Como ya fue mencionado, podemos considerar para el Paso 1 las medianas o M-estimadores
locales. Definimos primero los pesos basados en ntcleos como:

()

Cxr ()

U]Z(t)
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Computamos las medianas locales $O7med(t) y é;j,med(t) como la mediana de la funcion de dis-
tribucion empirica condicional Fy(y|T' =t) y Fj(v|T = t), respectivamente definidas como

BT =t) = sz soy) (¥) (6.5)

F(|T =1) = sz a(Vij) 1<i<p. (6.6)

Notemos que Fy(y|T = t) y ﬁj(vlT = t) proveen de estimadores de la distribucion de Y|T =t y
V;|T = t, que se denotan Fy(y|T =t) y Fj(v|T = t), respectivamente.

~

Los M-estimadores locales, gbo M(t) y ¢;m(t), son definidos como los M-estimadores de posicion
relacionados con Fo(y|T =t)y F; ST =t

w Yi—cgo,M(t) _ nw, V;j—ﬁgj,M(t) _
> wit) T ) 0 ; 10) 50 ) 0,

=1

), respectivamente. Luego, ellos son soluciéon de

donde es impar, creciente, acotada y continua y So(t) y §j(t) son estimadores locales robustos
de escala. Elecciones posibles para la funcién de score  son la funcién de score de Huber o de la
bicuadrada, mientras que las escalas So(t) y §j(t) pueden ser tomadas como la M AD local, es decir,
la M AD con respecto a las distribuciones definidas en (6.5) y (6.6).

En cuanto a la elecciéon de la funcién  en esta etapa de la estimacién, tengamos en cuenta
que si estamos tratando con una distribuciéon condicional de colas pesadas, una elecciéon natural
como medida de posicién en este contexto seria la mediana condicional. Esta corresponderia a elegir

(u) = sg(u). Cuando la distribucion condicional es simétrica, la mediana condicional es el centro
de la distribucion y por lo tanto, cualquier funcién de score impar da lugar a un M-estimador
consistente de la mediana condicional.

Como se describi6 en el Paso 2 una vez calculados los estimadores g/b\o( t)y &\5( t) de ¢o(t) y (1)
respectivamente, la estimacion robusta del parametro de regresion puede realizarse aplicando a los
residuos V; = V; — (}5( )y R =Y, — (;50( ;) un método robusto para el problema de regresion
lineal con errores en las variables. En particular, en las aplicaciones numéricas que se reportan en el
siguiente capitulo se utilizaron los estimadores de regresiéon ortogonal pesada robusta introducidos
por Ruiz-Gazen y Fekri (2004).

A fin de garantizar consistencia en el sentido de Fisher es necesario que g(t) = ¢o(t) — B o (t).
Si, por ejemplo, V;|T" = t es simétrica alrededor de ¢;(t) y Y|T' = t es simétrica alrededor de
¢o(t) = B'é(t) — g(t), entonces los estimadores obtenidos en el Paso 2 en efecto seran consistentes.

6.4. Consistencia

Sean Sy(t) y S;(t) la MAD de la distribucion condicional de Y|T' =t y de V;|T' = t respectiva-
mente, y definimos ¢;(t), 0 < j < p como las soluciones de
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Necesitaremos las siguientes hipdtesis que involucran a la funcién de score, a la distribucion
marginal de T, las distribuciones condicionales respecto de T', el niicleo y el orden de converegencia
del pardametro de suavizado:

H1. es una funcién impar, estrictamente creciente, acotada y con derivada continua, tal que

H2. Fo(y|T' =t)y F;(v|T =t),1 < j < p, son simétricas alrededor de ¢ (t) y ¢;(t) respectivamente.
H3. Para todo conjunto compacto C C R, la densidad de T, fr esta acotada sobre C y

inf fr(t .
I =0

H4. Fo(y|T =t) y F;(v|T =t),1 < j < p, son funciones continuas en ¢t. Ademas satisfacen la
siguiente condicién de equicontinuidad para todo conjunto compacto C C R

Ve>0 36>0 / |a—b|<d = sup mix (| Fj(a|T'=t)—F;(bT =t)]) <e.
teC 0<j<p

H5. El ntucleo K : R — R es una funcién no negativa y acotada tal que
/K(a) da =1, /|a|K(a) da < o0, |a|K(a) — 0si |a|] — oo

y satisface la condicién de Lipschitz de orden uno.

H6. La sucesion h = h, es tal que

h
h, — 0, nhn—>ooyln7n—>oo
ogn

El siguiente resultado es necesario para segurar la consistencia tanto del paradmetro de regresion
como de la funcién g, cuando el suavizado esta basado en medianas locales o M-estimadores locales
con pesos basados en nucleos.

Proposition 6.4.1. Supongamos que valen H3 o H6. Luego, para todo conjunto compacto C,
(a) bajo H1 y H2, tenemos que sup;cc |$j7M(t) — ;)] =20,0<j<p
(b) si, ademds, F;(v|T =t) tiene una tinica mediana en ¢;(t), para 0 < j < p, tenemos que

sup |Gjmeat) — @i ()] <20, 0<j <p.
€

Antes de probar la consistencia del estimador robusto de regresion definido en la seccion anterior,
enunciaremos el siguiente lema auxiliar.
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Lema 6.4.1. Sean (R;,S),T;) € RP2 1 < i < n wectores aleatorios independientes e idénti-
camente distribuidos sobre (0, A, P) tales que (R;,S})" tiene distribucion comin P. Sean 1o(t) y
n(t) = (Mi(t),...,np(t)) funciones aleatorias tales que para todo conjunto compacto C C R

sup [1;(t)] =30,  0<j<p.
teC
Sean P, y Qp las siguientes medidas empiricas sobre RPH1
1< 1<
Pn(4) = — z; La(Ri,Si)  @n(4) = Z} Ta(Ri +1o(T3), Si +0(Th)),
1= 1=

donde A C RPF! es un conjunto Boreliano. Luego

(a) Para toda funcion continua y acotada f : RPY1 — R tenemos que

|EQ.(f) = Ep,(f)] == 0
(b) TI(Qn, P) =% 0, con 11 la distancia de Prohorov.

La demostracion de los dos resultados anteriores puede verse en Bianco y Boente (2004). Ha-
ciendo una adaptacién del Teorema 1 del mismo trabajo obtenemos el siguiente teorema que nos
garantiza la consistencia del parametro de regresion.

Teorema 6.4.1. Sean (Y;, V,,T;)', 1 < i < n vectores aleatorios independientes que satisfacen

Y, = BXi+9(T)+e
V, = X;+1U; (6.7)

Sea P la distribucion de (R;, V1) = (Yi — ¢o(T), Vi — (T;)'), donde ¢o(t) y ¢(t) estin definidas
en H2, con ¢o(t) = B'e(t) + g(t). Supongamos que ¢;(t), 0 < j < p son estimadores de ¢;(t) tales
que para todo conjunto compacto C C R

sup (1) — ¢;(1)] <50,  0<j<p. (6.8)
teC
Sea B(H) un funcional de regresion para el modelo

- (5)+(2)

donde Z ~ H, u es independiente de a, y € es independiente de a y de u. Supongamos que S(H) es
continua en P y que provee estimadores Fisher—consistentes. Si

~ 1< ~ =
Po(4) =~ > Ia(Ri, V3)
=1

(T3)" y BROB = ﬂ(ﬁn), entonces

S
S
=
!
=
|
-
S,
=
<
I
<
|
)

3 c.S.
Bros — B-
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Demostracién: ( Tenemos que
1o ~ ~
Po(A) = = 1a(Y; = &o(Ti), Vi~ ().
i

Luego, por (6.8) aplicando el Lema 6.4.1 obtenemos que

|Es (f) = Ep,(f)] <%0,

siendo
1 n
i=1
y ademas R
(P, P) <% 0.

Como 3(H) es continua en P, R R
Brop = B(Pn) — B(P).

Por lo que solo faltarfa ver que S(P) = 3. Dado que (Y;, V., T;)', 1 < i < n, satisfacen el modelo
(6.7) vy g(t) = ¢o(t) — B &(t), entonces tenemos que

R =Y; - ¢o(T3) = B'(Xi — ¢(Ti)) + <.
y ademas B
Vi=V,—o¢(L;) = X; — ¢(T;) + Us.
Por lo tanto, (RZ,\N/;) satisfacen el modelo (6.9) con b = B y en consecuencia, 5(P) = 3, como

queriamos probar. )

Corolario 6.4.1. Sean (Y;, V., T;)'d, 1 < i < n, vectores aleatorios independientes que satisfacen
(6.1) y supongamos que ¢;(t), 0 < j < p, son estimadores de ¢;(t) tales que para todo conjunto
compacto C C R

sup ¢, (1) — (1) <0, 0<j <p.
teC

~ ~/ ~
Bajo las condiciones del Teorema 6.4.1, los estimadores g(t) = ¢o(t) — Brop@(t) de la funcion de
regresion g son uniformemente consistentes sobre compactos.



Capitulo 7

Estudio de Monte Carlo

Hemos realizado un estudio de simulacién con el fin de comparar el comportamiento de los nuevos
estimadores propuestos con su version cléasica frente a distintos tipos de contaminaciéon. Como ya
hemos mencionado, Zhu y Cui (2003) propusieron un estimador clasico para el modelo parcialmente
lineal con errores en todas las variables. El modelo que consideramos a continuacién esta basado en
el que estos autores utilizaron en su trabajo y esta dado por:

1
Yi = ﬁ/Xi+Sen(§Wﬂ)+5i, 1<i<n,
V, = X;+U;, 1<i<n

donde B = (B1,B2)' = (1,1), T; = So328e (X], Di)' ~ N(p, %) con pp = (0,0,0) y T =

1 00
0 1 0],e ~N(0,06%)yUj~N(0,0%) paraj=1,2con o =0.3.
0 0 1

El estudio de simulacién se llevé a cabo generando 1000 muestras independientes de tamano

n = 100. Notaremos por Cjy al caso no contaminado, y por C1, Co y C3 a las siguientes tres
contaminaciones:
C1: €1,...,6n, son iid. 0.9N(0,02) +0.1N(0,100%). De esta manera se agrandan los errores de las

variables de respuesta.

Ca: €1,...,6n, son i.id. 0.9N(0,02) 4+ 0.1N(0,100?%) y ademés Uy, ..., Uy; son i.id. 0.9N(0,0?) +
0.1N(0,1002) para cada j = 1,2. En esta contaminacién se agrandan también a los errores de
las covariables de regresion.

Cs: €1,...,6n, son iid. 0.9N(0,02) + 0.1N(0,1002) y se reemplazaron ademés artificialmente 5
observaciones de las covariables de regresién, pero no las variables de respuesta, por el valor
(20, 20)’ para valores equiespaciados de T'. Esta tltima contaminacion corresponde a introducir
puntos de alto leverage.

Para el Paso 1 del procedimiento se realizaron tres suavizados con pesos basados en un nicleo
“normal”:

48
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» suavizado clasico,

s suavizado basado en M-estimadores locales con funciéon de score bicuadrada con constante
k =4.685,

= suavizado por medianas locales,

utilizdndose para cada uno de éstos tres ventanas distintas h =0.8, h=1y h =1.2.

Luego del suavizado de las variables, en el Paso 2 estimamos 3 mediante:

e minimos cuadrados totales,

e regresion ortogonal pesada introducido por Ruiz—Gazen y Fekri (2004) con funcion de peso

2
w(z) = I[O,c] (), c= X3,0.975
con los siguientes estimadores multivariados iniciales de posicién y dispersiéon respectivamente:
1) Estimadores MCD,

2) M-estimadores,

3) S-estimadores con p-funcién bicuadrada.

Finalmente, una vez obtenidos los distintos estimadores § de g como se definié en el Paso 3, se
midi6é su performance mediante dos medidas:

MSE(g) = = [4t:) — g(t:)],

1
n -
=1

MedSE(g) = Med([g(t:) — g(t:)]*).

n
1=

En los siguientes cuadros presentamos medidas resimenes de los resultados obtenidos tales co-
mo la media, la mediana, el error cuadratico medio (ECM) y el error cuadratico mediano (ECMed)
de los estimadores de regresion de 1 y Bs. Notaremos por TLS al estimador obtenido por mi-
nimos cuadrados totales luego de un suavizado clasico, por RMCD.med, RM.med y RS.med a
aquellos obtenidos por regresién ortogonal pesada con MCD-, M- y S-estimadores multivaria-
dos iniciales, respectivamente, luego de un suavizado por medianas locales y finalmente, RM-
CD.m, RM.m y RS.m notaran a aquellos estimadores obtenidos por regresién ortogonal pesada con
MCD-, M- y S-estimadores multivariados iniciales, respectivamente, luego de un suavizado basado
en M-estimadores locales.

Los Cuadros 7.1 y 7.2 contienen los valores correspondientes, a los estimadores de 81 y (o,
respectivamente, cuando el tamano de la ventana es h = 0.8, los Cuadros 7.3 y 7.4 reflejan los
valores para h = 1 y los Cuadros 7.5 y 7.6 para h = 1.2. La Figura 7.1 muestra los boxplots de los
estimadores de 31 y P2 para los distintos valores de la ventana para el caso no contaminado.

Ademéas hemos graficado los estimadores de las densidades de los M SE(§) y de los MedSE(g).
Los graficos en negro corresponden a las densidades en el caso no contaminado, mientras que aquéllos
de color marrén corresponden a C, aquéllos de color celeste a Cy v los de color rosa a Cs.
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En las Figuras 7.2 y 7.3 se hallan los graficos de las densidades de los M SE(g) correspondientes
al método clasico y a los métodos robustos, respectivamente, cuando la ventana es h = 0.8. Los
estimadores de las densidades fueron calculados utilizando el nticleo normal con ventana 0.1 en
la mayoria de los casos. Debido al rango diferente de la variaciéon del método clasico utilizamos,
en este caso, para la contaminacion C7 una ventana igual a 0.8, para la contaminaciéon Cy una
ventana igual a 0.5 y para la ('3 una ventana igual a 10. En las Figuras 7.4 y 7.5 se encuentran
los graficos de las densidades de los MSE(§) correspondientes al método clésico y a los métodos
robustos, respectivamente, cuando la ventana es h = 1, mientras que en las Figuras 7.6 y 7.7 los
correspondientes a la ventana h = 1.2. Para calcular los estimadores de las densidades se utiliz6 el
nicleo normal y se usaron los mismos valores para las ventanas que en el caso h = 0.8.

Para el caso de los MedSE(g) también sucede que el rango de la variacion del método clasico
es diferente ante la presencia de contaminacion, teniendo que utilizar distintas ventanas para la
estimaciéon de las densidades respectivas. En las Figuras 7.8 y 7.9 se grafican las densidades de los
MedSE(g) correspondientes al método clésico y a los métodos robustos, respectivamente, cuando la
ventana es h = 0.8. Los estimadores de las densidades fueron calculados utilizando el nicleo normal
con ventana 0.5 para el método clasico bajo las contaminaciones C y Co y 10 para la contaminacién
(3, mientras que para el resto de los métodos se utiliz6 una ventana igual a 0.1. En las Figuras 7.10
y 7.11 estan los graficos de las densidades de los MedSFE(g) correspondientes al método clasico y
a los métodos robustos, respectivamente, cuando la ventana es h = 1. En este caso se usé para la
estimacién de las densidades el nicleo normal con las mismas ventanas que para h =0.8, salvo para
el método clésico que bajo la contaminacion Cs se usd una ventana de 0.3 y para la contaminacion
C3 una de valor 5. Por ultimo, en las Figuras 7.12 y 7.13 se hallan los graficos de las densidades de los
MedSE(g) correspondientes al método clasico y a los métodos robustos, respectivamente, cuando
la ventana es h = 1.2. Los respectivos estimadores de las densidades fueron calculados utilizando el
nicleo normal con las mismas ventanas que para el caso h = 1.

7.1. Conclusiones

Como era de esperar, del estudio de Monte Carlo podemos concluir a grandes rasgos que el esti-
mador clasico tiene un comportamiento muy pobre ante la presencia de contaminacién, en cualquiera
de las tres situaciones consideradas, mientras que los estimadores robustos logran superarlo.

Con respecto a la estimacién de 8 por el método clésico, analizando los resultados que figuran
en los cuadros para ambas coordenadas y para todas las ventanas consideradas, podemos ver que
los estimadores correspondientes bajo la contaminacion Cy sobreestiman al valor verdadero de los
pardmetros duplicando por lo menos su verdadero valor y se observa un incremento de los errores
cuadraticos medios y medianos con respecto al caso no contaminado. Cuando se contamina siguiendo
el esquema C el incremento de los errores cuadraticos es mayor que si se lo hace usando C', mientras
que los estimadores no se alejan en demasia de los valores reales. Para el caso de la contaminacion
(35 los estimadores clasicos se alejan considerablemente de los pardmetros verdaderos y los errores
cuadraticos crecen de manera exagerada. Cabe observar que estos tltimos valores se ven altamente
afectados por algunas estimaciones muy alejadas obtenidas en algunas replicaciones. En resumen el
error cuadratico medio aumenta por lo menos cien veces bajo estas contaminaciones.

Si la estimacién de 3 se realiza mediante los métodos robustos, ésta no se ve afectada por la
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presencia de contaminacion, es decir los estimadores obtenidos se acercan a los valores verdaderos
de los pardmetros y los errores aumentan levemente, pero permaneciendo pequenos. Al mismo
tiempo, en el caso no contaminado el comportamiento de los estimadores robustos es similar al de
los estimadores clasicos. Esto sucede para los tres valores utilizados para la ventana.

Si comparamos a los estimadores obtenidos para 3 luego de un suavizado por medianas locales
(estimadores.med) con aquéllos obtenidos luego de un suavizado basado en M-estimadores locales
(estimadores.m), podemos observar que si no hay contaminacién o si contaminamos segin Cf,
segin Cy o segin (3, el sesgo de los estimadores basados en medianas locales es ligeramenete
menor que el sesgo de los basados en M-estimadores locales, mientras que los errores cuadréticos
de los estimadores.m son menores que los errores cuadraticos de los estimadores.med. Por lo tanto,
podriamos decir que los estimadores.m son mejores para las tres ventanas h consideradas.

Si miramos entre los estimadores basados en medianas locales veremos que, cualquiera sea la
ventana utilizada, los estimadores obtenidos por el método de regresiéon ortogonal pesada utilizando
M-estimadores como estimadores multivariados iniciales son los que tienen menores errores cuadrati-
cos en la mayoria de los casos considerados entre Cy, C1, Co y C3. Observemos que sucede lo mismo
si miramos entre los estimadores.m, salvo que para la ventana h = 1 el estimador S.m de la primera
coordenada también tiene sus errores menores en la mayoria de los los casos entre Cy, C1, Cy y Cs.

Podriamos concluir que entre todos los distintos estimadores propuestos para estimar 8, M.m
es el més aconsejable.

Cabe destacar que no se observan grandes diferencias entre las distintas ventanas consideradas,
sin embargo restaria realizar un estudio para la seleccién de una ventana 6ptima con un criterio que
sea resistente a la presencia de outliers.

Con respecto a la estimaciéon de g, cuando se estima mediante el método clasico, vemos en los
graficos de las densidades que hay un aumento del M SE(g) y del MedSE(g) ante la presencia de
contaminacion observandose un comportamiento similar en las tres ventanas consideradas. En los
casos en que se estimd robustamente vemos que el comportamiento de las densidades no varia con-
siderablemente entre las distintas ventanas y que tanto para los M SE(g) como para los MedSE(qg)
el estimador de la densidad que mas se parece al estimador clasico cuando no hay contaminacién son
los estimadores .m. Luego, si miramos entre los distintos estimadores .m, vemos que son comparables
vy que tienen un comportamiento equivalente.
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7.2. Cuadros

Cuadro 7.1: Estimacion de la primera coordenada 31 de 3, con ventana h =0.8

TLS RMCD.Med RM.med RS.med RMCD.m RM.m RS.m
Media 1.0162 1.0165 1.0136 1.0168 1.0227 1.0210 1.0205
Mediana 1.0129 1.0072 1.0097 1.0110 1.0211 1.0172 1.0163 ()
ECM  0.0073 0.0214 0.0143 0.0158 0.0136 0.0106 0.0114
ECMed  0.0033 0.0086 0.0058 0.0061 0.0055 0.0043  0.0049
Media  2.1898 1.0507 1.0576 1.0526 1.0769 1.0812  1.0780
Mediana  1.9946 1.0375 1.0399 1.0370 1.0616 1.0689 1.0633 C4
ECM  0.7488 0.0280 0.0181 0.0203 0.0204 0.0155 0.0167
ECMed  0.2532 0.0093 0.0074 0.0080 0.0071 0.0065 0.0068
Media 1.3715 1.0506 1.0662 1.0573 1.0696 1.0792  1.0723
Mediana  1.0449 1.0290 1.0465 1.0413 1.0559 1.0625 1.0557 (s
ECM  3.5659 0.0289 0.0245 0.0237 0.0218 0.0196 0.0192
ECMed 0.4156 0.0128 0.0102 0.0111 0.0090 0.0074  0.0084
Media -0.6915 1.0527 1.0646 1.0585 1.0846 1.0938 1.0881
Mediana  -0.2773 1.0431 1.0517 1.0453 1.0737 1.0820 1.0830 (s
ECM  9250.23 0.0267 0.0200 0.0213 0.0191 0.0172  0.0172
ECMed  22.453 0.0120 0.0091 0.0099 0.0081 0.0074  0.0070
Cuadro 7.2: Estimacion de la segunda coordenada (2 de 3, con ventana h =0.8
TLS RMCD.Med RM.med RS.med RMCD.m RM.m RS.m
Media 1.0174 1.0191 1.0172 1.0188 1.0236 1.0214  1.0206
Mediana 1.0145 1.0100 1.0115 1.0123 1.0166 1.0170 1.0154 o
ECM  0.0076 0.0226 0.0152 0.0171 0.0144 0.0107 0.0115
ECMed  0.0032 0.0087 0.0066 0.0074 0.0068 0.0049  0.0052
Media  2.1822 1.0529 1.0583 1.0532 1.0758 1.0812  1.0779
Mediana  2.0128 1.0403 1.0522 1.0477 1.0628 1.0730 1.0687 C4
ECM  0.6999 0.0299 0.0193 0.0208 0.0215 0.0169 0.0183
ECMed  0.2644 0.0098 0.0075 0.0080 0.0078 0.0055  0.0066
Media  1.4631 1.0535 1.0646 1.0563 1.0725 1.0812 1.0736
Mediana 1.0864 1.0401 1.0493 1.0424 1.0594 1.0671  1.0599 (-,
ECM  6.6088 0.0282 0.0259 0.0242 0.0244 0.0230 0.0215
ECMed  0.4551 0.0117 0.0098 0.0102 0.0096 0.0092  0.0086
Media  0.7040 1.0469 1.0611 1.0531 1.0854 1.0950 1.0879
Mediana  0.3044 1.0345 1.0475 1.0390 1.0682 1.0809 1.0709 Cj
ECM  9195.56 0.0262 0.0189 0.0215 0.0212 0.0174 0.0177
ECMed  22.583 0.0090 0.0074 0.0079 0.0079 0.0069  0.0069
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Cuadro 7.3: Estimacion de la primera coordenada 81 de B, con ventana h =1

TLS RMCD.Med RM.med RS.med RMCD.m RM.m RS.m
Media 1.0265 1.0283 1.0249 1.0258 1.0315 1.0316 1.0316
Mediana 1.0209 1.0175 1.0155 1.0153 1.0263 1.0280 1.0273 ()
ECM 0.0072 0.0200 0.0146 0.0158 0.0140 0.0108 0.0113
ECMed 0.0031 0.0073 0.0058 0.0064 0.0055 0.0043  0.0046
Media 2.1928 1.0586 1.0640 1.0594 1.0834 1.0869  1.0822
Mediana 1.9914 1.0421 1.0471 1.0461 1.0655 1.0710 1.0644 C4
ECM 0.7723 0.0254 0.0190 0.0203 0.0214 0.0165 0.0172
ECMed 0.2712 0.0088 0.0075 0.0079 0.0079 0.0063  0.0067
Media 1.2719 1.0525 1.0634 1.0540 1.0700 1.0789 1.0718
Mediana 1.0280 1.0387 1.0535 1.0406 1.0576 1.0681 1.0599 (-
ECM 10.922 0.0268 0.0215 0.0214 0.0223 0.0202 0.0191
ECMed 0.3633 0.0109 0.0088 0.0094 0.0091 0.0080 0.0075
Media  -23,912 1.0606 1.0747 1.0655 1.0905 1.0991 1.0912
Mediana 0,2017 1.0467 1.0640 1.0558 1.0799 1.0885 1.0806 C3
ECM  297465.6 0.0252 0.0195 0.0199 0.0203 0.0176  0.0168
ECMed 608.80 0.0091 0.0076 0.0076 0.0079 0.0072  0.0067
Cuadro 7.4: Estimacion de la segunda coordenada By de B, con ventana h =1
TLS RMCD.Med RM.med RS.med RMCD.m RM.m RS.m
Media 1.0226 1.0258 1.0237 1.0238 1.0309 1.0295 1.0311
Mediana 1.0213 1.0209 1.0195 1.0170 1.0290 1.0296 1.0294 ()
ECM 0.0070 0.0202 0.0144 0.0158 0.0156 0.0110 0.0121
ECMed 0.0029 0.0074 0.0053 0.0059 0.0063 0.0045 0.0047
Media 2.1799 1.0540 1.0567 1.0529 1.0777 1.0781 1.0742
Mediana 2.0051 1.0443 1.0513 1.0476 1.0667 1.0710 1.0656 Ch
ECM 0.7569 0.0248 0.0167 0.0185 0.0194 0.0153 0.0159
ECMed 0.2588 0.0094 0.0072 0.0079 0.0080 0.0063  0.0069
Media 1.3390 1.0478 1.0609 1.0519 1.0673 1.0743  1.0680
Mediana 1.0408 1.0404 1.0486 1.0376 1.0594 1.0604 1.0572 (3
ECM 3.8015 0.0236 0.0201 0.0198 0.0210 0.0197  0.0188
ECMed 0.4137 0.0093 0.0083 0.0091 0.0081 0.0082  0.0075
Media 23.912 1.0634 1.0777 1.0701 1.0922 1.1032  1.0967
Mediana  -0.2076 1.0479 1.0665 1.0566 1.0799 1.0924 1.0848 (3
ECM  296718.8 0.0254 0.0201 0.0201 0.0204 0.0181 0.0183
ECMed 607.85 0.0105 0.0086 0.0086 0.0084 0.0072  0.0070
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Cuadro 7.5: Estimacion de la primera coordenada 51 de 8, con ventana h =1.2

TLS RMCD.Med RM.med RS.med RMCD.m RM.m RS.m
Media  1.0397 1.0359 1.0323 1.0337 1.0491 1.0444  1.0449
Mediana  1.0317 1.0259 1.0271 1.0266 1.0411 1.0356  1.0391 ()
ECM  0.0072 0.0208 0.0143 0.0149 0.0153 0.0114 0.0119
ECMed  0.0031 0.0079 0.0050 0.00566 0.0056 0.0045 0.0045
Media  2.2060 1.0639 1.0690 1.0642 1.0878 1.0944  1.0904
Mediana  2.0289 1.0555 1.0589 1.0539 1.0766 1.0847 1.0749
ECM  0.7147 0.0236 0.0180 0.0190 0.0190 0.0161 0.0176
ECMed  0.2680 0.0091 0.00695 0.0074 0.0066 0.0060 0.0062
Media  1.2107 1.0666 1.0810 1.0711 1.0856 1.0961 1.0874
Mediana  1.0671 1.0491 1.0674 1.0546 1.0718 1.0836 1.0681 (o
ECM  5.7228 0.0244 0.0218 0.0208 0.0214 0.0186 0.0189
ECMed  0.2838 0.0104 0.0081 0.0089 0.0081 0.0070  0.0072
Media -3.9393 1.0779 1.0874 1.0801 1.1055 1.1157  1.1090
Mediana  -0.3694 1.0598 1.0723 1.0659 1.0949 1.1006 1.0970 C3
ECM  8457.5 0.0259 0.0200 0.0204 0.0207 0.0184 0.0188
ECMed  40.710 0.0090 0.0076 0.0077 0.0078 0.0074 0.0078
Cuadro 7.6: Estimacion de la segunda coordenada (B2 de 3, con ventana h =1.2
TLS RMCD.Med RM.med RS.med RMCD.m RM.m RS.m
Media  1.0384 1.0385 1.0341 1.0354 1.0449 1.0431 1.0425
Mediana  1.0351 1.0249 1.0265 1.0258 1.0337 1.0366  1.0366 Cj
ECM  0.0078 0.0207 0.0149 0.0158 0.0162 0.0119 0.0126
ECMed  0.0036 0.0074 0.0056 0.0057 0.0063 0.0047  0.0049
Media  2.1923 1.0633 1.0667 1.0624 1.0876 1.0941 1.0896
Mediana  2.0246 1.0508 1.0563 1.0523 1.0771 1.0786 1.0751 C\
ECM  0.6608 0.0243 0.0180 0.0191 0.0193 0.0167 0.0177
ECMed  0.2601 0.0088 0.0069 0.0081 0.0080 0.0076  0.0073
Media  1.2538 1.0693 1.0813 1.0733 1.0842 1.0945 1.0883
Mediana  1.0818 1.0601 1.0689 1.0680 1.0737 1.0843 1.0788 (%
ECM  6.5031 0.0270 0.0213 0.0216 0.0212 0.0176  0.0184
ECMed  0.3395 0.0101 0.00799 0.0080 0.0082 0.0074 0.0073
Media  3.9360 1.0795 1.0894 1.0822 1.1060 1.1175  1.1093
Mediana  0.4205 1.0648 1.0747 1.0680 1.0909 1.1034 1.0958 Cj
ECM  8440.06 0.0268 0.0223 0.0223 0.0235 0.0203  0.0201
ECMed  40.631 0.0106 0.0085 0.0090 0.0087 0.0077  0.0077

o4
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7.3. Gréaficos
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Figura 7.2: Densidades de los errores cuadraticos medios de g para el método clasico con ventana
h = 0.8. En negro se grafica la densidad para Cp, en marrén para C, en celeste para Cy y en rosa
para Cj.
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Figura 7.3: Densidades de los errores cuadraticos medios de g para los métodos robustos con ventana
h = 0.8. En negro se grafican las densidades para Cj, en marrén para C4, en celeste para Cy y en

rosa para Cj.
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Figura 7.4: Densidades de los errores cuadraticos medios de g para el método clasico con ventana
h = 1. En negro se grafica la densidad para Cpy, en marrén para C, en celeste para Cy y en rosa
para Cj.
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Figura 7.5: Densidades de los errores cuadraticos medios de g para los métodos robustos con ventana
h = 1. En negro se grafican las densidades para Cj, en marrén para C7, en celeste para Cy y en

rosa para Cj.
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Figura 7.6: Densidades de los errores cuadraticos medios de g para el método clasico con ventana
h = 1.2. En negro se grafica la densidad para Cp, en marrén para C, en celeste para Cy y en rosa
para Cj.
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Figura 7.7: Densidades de los errores cuadraticos medios de g para los métodos robustos con ventana
h = 1.2. En negro se grafican las densidades para Cj, en marrén para C4, en celeste para Cy y en

rosa para Cj.
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Figura 7.8: Densidades de los errores cuadraticos medianos de g para el método clésico con ventana
h = 0.8. En negro se grafica la densidad para Cp, en marrén para C, en celeste para Cy y en rosa
para Cj.
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Figura 7.9: Densidades de los errores

(5 y en rosa para Cl.
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Figura 7.10: Densidades de los errores cuadraticos medianos de g para el método clasico con ventana
h = 1. En negro se grafica la densidad para Cpy, en marrén para C, en celeste para Cy y en rosa
para Cj.
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Figura 7.11: Densidades de los errores cuadraticos medianos de g para los métodos robustos con
ventana h = 1. En negro se grafican las densidades para C, en marréon para C1, en celeste para Cy
y en rosa para Cs.
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Figura 7.12: Densidades de los errores cuadraticos medianos de g para el método clasico con ventana
h = 1.2. En negro se grafica la densidad para Cp, en marrén para C, en celeste para Cy y en rosa
para Cj.

< J
—
n
© | A
S o | !
3] N S
1 < | 2
o o
© 1 o
< ~ | - 3]
o o
o
o
0.0 0.2 0.4 o 1 2 3 00 05 10 15 20 0 10 20 30
LS LS TLS TLS

67



Figura 7.13: Densidades de los errores cuadraticos medianos de g para los métodos robustos con
ventana h = 1.2. En negro se grafican las densidades para Cj, en marrén para C1, en celeste para

(5 y en rosa para Cl.
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